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1. Introducción

La fusión de bicapas liṕıdicas de membranas celulares es termodinámicamente fa-

vorable pero existe una barrera cinética muy alta. Aśı, las membranas celulares

no fusionan espontáneamente sino que dicho proceso es catalizado por protéınas

denominadas fusasas que median esta fusión, actuando de manera precisa y bajo

estricto control espacial y temporal.

Este trabajo nos enfocaremos en la identificación de fusasas de tipo viral porque

son las únicas maquinarias conocidas al momento que catalizan la fusión de mem-

branas en el exterior celular. Además los escasos casos de protéınas identificadas

con capacidad de fusionar células presentan homoloǵıa con fusógenos virales. Una

de estas es la protéına Eff de C. elegans. Esta protéına es estructuralmente homólo-

ga a las protéınas de fusión viral de clase II, conservando también su organización

en hojas β [1]. A pesar de esta homoloǵıa, la secuencia aminoaćıdica difiere en

gran medida de las secuencias de protéınas de fusión viral de clase II.

En humanos, se identificaron protéınas denominadas sincitinas, las cuales par-

ticipan en la formación de la placenta. Son protéınas de origen retroviral y se

comportan como fusógenos virales de clase I [2].

Entre los fusógenos pertenecientes a una misma clase existe una alta conservación

de la estructura, pero una gran divergencia entre las secuencias aminoaćıdicas. Se

han definido tres clases de protéınas de fusión de membranas virales basadas en

caracteŕısticas estructurales claves.

Se conoce que la organización de la estructura secundaria sigue determinados pa-

trones según la clase. Aunque no se han publicado datos cuantitativos, se conoce la

estructura secundaria de las protéınas de fusión de clase I es predominantemente

de α-hélice, mientras que para las de clase II es de hoja β.

2. Objetivo

Clasificar un conjunto de protéınas como fusógenos virales en clase I o clase II a

partir de su secuencia aminoaćıdica.

2



3. Enfoque

El trabajo consta de 2 etapas principales. La primera etapa se basa en la clasi-

ficación de fusógenos virales en clase I o clase II con el fin evaluar una métrica

que funcionen bien para los datos. Se trabajó con un clasificador de tipo Support

Vector Machine (SVM).

La segunda etapa consistió en clasificar un conjunto de fusógenos virales como

clase I o clase II, entrenando con fusógenos virales de clase I. Se utilizó el méto-

do One-Class Support Vector Machine, a partir de la métrica determinada en la

primera etapa.

4. Pre-procesamiento de los datos

Se obtuvieron las secuencias aminoaćıdicas de las protéınas precursoras de fusóge-

nos virales depositadas en la base de datos pública UniProt. Se seleccionaron aque-

llas protéınas etiquetadas como fusógeno viral de clase I o fusógeno viral de clase

II. Estas secuencias aminoaćıdicas fueron la información inicial a partir de la cual

se trabajó según se esquematiza en la Figura 1. Se obtuvieron 27846 secuencias de

clase I y 1800 de clase II, de largos variables de hasta 691 aminoácidos.

Las protéınas de fusión viral se sintetizan como precursores inactivos que en de-

terminadas condiciones se clivan, liberando una protéına transmembrana con ca-

pacidad fusogénica. Se extrajo la región fusogénica de cada protéına a partir de

las anotaciones presentes en UniProt, y de aqúı en adelante se trabajó solamente

con este fragmento.

Se teńıa conocimiento de la redundancia de secuencias en UniProt. Esto se observa

particularmente para la protéına Hemaglutinina, fusógeno de clase I del virus de la

Influenza, de la cual se encuentran depositadas secuencias de miles de cepas. Por

esta razón, como paso previo a la predicción de estructuras secundarias se clusteri-

zaron las secuencias al 99 % de identidad con la herramienta CD-HIT [3]. CD-HIT

es ampliamente utilizado para el manejo de grandes bases de datos de protéınas

como Uniprot y PDB. El algoritmo que implementa CD-HIT primero ordena las

secuencias según su largo, en orden decreciente. La secuencia más larga corres-

ponde a la secuencia representativa del primer cluster. Cada una de las secuencias

restantes se compara aminoácido a aminoácido con las secuencias declaradas como
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representativas. Si la identidad con una secuencia representativa de cluster supera

un valor umbral, la secuencia en cuestión se incluye en el cluster. Para reducir el

número de comparaciones se utilizan “short word filters”. Dos protéınas que com-

parten determinada identidad de secuencia deben tener al menos cierta cantidad

de péptidos (cadena de aminoácidos corta) de longitud fija idénticos. Por ejem-

plo, dos protéınas que tienen un 85 % de aminoácidos idénticos en una ventana

de 100 aminoácidos, deben tener al menos 70 dipéptidos idénticos, 55 tripéptidos

idénticos y 25 pentapéptidos idénticos. Los pares de secuencias que no satisfacen

estas condiciones no se comparan. Aplicando este algoritmo se obtuvieron 1769

secuencias representativas de fusógenos virales de clase I y 1103 de clase II.

Figura 1 Esquema de etapas del pre-procesamiento de los datos. En amarillo se

indica la herramienta que se utilizó para cada etapa

Dado que el tiempo computacional es limitante, se calcularon las predicciones de

estructura secundaria solamente para una protéına representativa de cada cluster.

Esto se realizó con la herramienta Psipred [4], a través del paquete HHSuite [5].

HHSuite incorpora información de secuencias de protéınas homólogas a la protéına

de interés, generando predicciones más precisas. El software genera una matriz de

score posición espećıfica de 20 x M elementos, donde 20 son los distintos aminoáci-

dos y M es el largo de la secuencia. Cada elemento de la matriz representa el

logaritmo de la probabilidad de que suceda una sustitución de un aminoácido por
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otro en esa posición. Esta matriz es el input del algoritmo back-propagation de

dos redes neuronal feed-forward con una capa oculta.

Para cada posición aminoaćıdica se obtiene un caracter H, E o C, correspondiente

a la estructura más probable para esa posición. H corresponde a hélice α, E a hoja

β y C a loops o estructuras desorganizadas.

5. Desarrollo de una métrica de similitud

Para medir la similitud entre dos protéınas nos basamos en el método descripto

por Przytycka et al. [6]. La predicción de estructura secundaria realizada por Psi-

pred de cada fusógeno viral se representa como una secuencia resumida y ordenada

de los elementos de su estructura secundaria (H, E y C). Los caracteres repetidos

consecutivos, se colapsan y se almacena la longitud del elemento.

Como ejemplo, la secuencia aminoaćıdica del precursor del fusógeno viral Hema-

glutinina del virus de la Influenza A es la siguiente:

MNTQILVFALVAIIPTNADKICLGHHAVSKGTKVNTLTERGVEVVNATETVE

RTNIPRICSKGKRTVDLGQCGLLGTITGPPQCDQFLEFSADLIIERQEGSDVC

YPGKFVNGEALRQILRESGGIDKETMGFTYSGIRTNGATSACRRSGSSFYAE

MKWLLSNTDNAAFPQTTKSYKNTRKDPALIIWGIHHSGSTTEQTKLYGSGN

KLITVGSSNYQQSFVPSPGARPQVNGQSGRIDFHWLMLNPNDTVTFSFNGA

FIAPDRASFLRGKSMGIQSGVQVDANCEGNCYHNGGTIISNLPFQNINSRAVG

KCPRYVKQESLLLATGMKNVPEIPKGRGLFGAIAGFIENGWEGLIDGW

YGFRHQNAQGEGTAADYKSTQSAIDQITGKLNQLIEKTNQQFGLI

DNEFTEVEKQIGNVINWTRDSMTEVWSYNAELLVAMENQHTIDL

ADSEMNKLYERVRRQLRENAEEDGTGCFEIFHKCDDDCMASIRN

NTYDHSKYREEAMQNRIQIDPVKLSSGYRDVILWFSFGASCFILLA

IAMGLVFICVKNGNMRCTICI

Mientras que la región fusógenica, denominada HA2, es la porción carboxilo-

terminal de la protéına precursora que está marcada en negritas.

La predicción de la estructura secundaria del fusógeno según Psipred es:

CCCHHHHHHHHCCCCCCCCCEECCEEECCCCCEECCCHHHHHHHHHHHH
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HHHHHHHHHHHHHHHHHHHHHHHHHHHHHHHHHHHHCCHHHHHHHHHH

HHHHHHCCCCCCCCHHHHHHHHHHHHHHHHHCCCCCCCCEEEEEECCCH

HHHHHHHHCCCCCHHHHHHHHCCCCCCCCEECCCCCEEEEEEEHHHHHH

HHHHHHHHHHHHHHHCCCCEEEEEEC

Entonces, la representación de la estructura secundaria a partir de la cual se cal-

culará la métrica es:

C, H, C, E, C, E, C, E, C, H, C ,H , C, H, C, E, C, H, C, H, C, E, C, E, H, C, E,

C

Y las longitudes de cada elemento son:

3, 8, 9, 2, 2, 3, 5, 2, 3, 48, 2, 16, 8, 17, 8, 6, 3, 9, 5, 8, 8, 2, 5, 7, 21, 4, 6, 1

Para calcular la métrica de similitud realizamos alineamientos de las represen-

taciones de las estructuras secundarias de a pares, a partir de un algoritmo de

progamación dinámica. El algoritmo de programó en Python.

El algoritmo que proponen Przytycka et al. [6] es análogo al de Needleman-Wunsch

[7], pero utilizando otro sistema de scores. Para alinear 2 elementos X e Y, el score

se define como S(X,Y):

S(X,Y): si X = Y: min(L(X),L(Y))

si X = H o E e Y = C; o X = C e Y = H o E: 0.5*min(L(X),L(Y))

si X = H e Y = E; o X = E e Y = H: 0

Siendo L(X) y L(Y) el largo del elemento X e Y, respectivamente.

El score de similitud final se normaliza por el promedio los largos de las represen-

taciones de la estructura secundaria. Este score final (d(X,Y)) vale entre 0 y 1,

y cuanto mayor es el valor mayor es la similitud entre esas 2 protéınas según su

estructura secundaria.
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Przytycka et al. proponen la realización de alineamientos globales, pero noso-

tros implementamos la técnica para alineamientos locales (algoritmo análogo al

de Smith-Waterman [8]) dado que nos interesa identificar posibles fragmentos fu-

sogénicos de protéınas precursoras. Fontana et al. [9] proponen esta técnica, pero

no la aplican. No hemos identificado otros art́ıculos que lo utilicen.

Se han publicado diversos art́ıculos aplicando la métrica propuesta por Przytycka.

Particularme resulta interesante un trabajo reciente [10] , basado en la discrimina-

ción de protéınas de membrana externa utilizando SVM. El trabajo que proponen

los autores presenta puntos en común con este trabajo y obtuvieron resultados

satisfactorios.

Se obtuvo una matriz de similitud de fusógenos de 2872 x 2872 (1769 secuencias

de clase I y 1103 de clase II), en la cual se ven representados los scores de similitud

entre cada par de fusógenos virales seleccionados previamente (Figura 2).

Figura 2 Mapa de color de la matriz de similitud entre fusógenos virales. Cuanto

más similares son dos protéınas, más cerca de 1 se encuentra el score. Los fusógenos

dentro de una misma clase presentan en general scores altos. Esto se observa en el

recuadro predominantemente rojo en la esquina superior izquierda correspondiente

a los fusógenos de clase I enfrentados contra śı mismos. Lo mismo se observa en la

esquina inferior derecha para los fusógenos de clase II.
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6. Entrenamiento y clasificación

6.1. C-SVM

El paso siguiente fue aplicar la métrica para clasificar fusógenos virales de clase

I y de clase II. El método Support Vector Machines (SVM) ha sido ampliamente

utilizado en el análisis de secuencias biológicas. Una particularidad del método es

el uso de funciones kernel, que proyectan el problema en un espacio de caracteŕısti-

cas de mayor dimensión (incluso infinito). Esto permite la búsqueda del hiperplano

que proporciona la máxima separación entre dos clases en el espacio transformado.

En este trabajo transformamos las distancias con el kernel:

k(x,y) = exp(γ * d(X,Y))

Se trabajó con el paquete LIBSVM [11] para Python. LIBSVM permite generar un

clasificador a partir de un kernel precalculado y estimar su desempeño. El desem-

peño del clasificador depende de los parámetros C y γ. El parámetro C aporta

cierta flexibilidad en la clasificación, permite algunos errores pero también los pe-

naliza. El parámetro γ define qué tan lejos llega la influencia de una muestra. La

mejor combinación de C y γ se seleccionó a partir de una búsqueda “grid search”

(Figura 3) utilizando “10-fold cross-validation” con:

C ∈ {2-15, 2-13, 2-11, 2-9, 2-7, 2-5, 2-3, 2-1, 21, 23, 25, 27, 29, 211, 213, 215}

γ ∈ {5.4x10-4, 5.4x10-3, 5.4x10-2, 5.4x10-1, 5.4, 54}

Se seleccionaron como parámetros óptimos C = 2-15 y γ = 5.4x10-2. Para estos

parámetros la medida de “accuracy” de la clasificación de fusógenos virales de

clase I y clase II fue del 100 %.

6.2. One-class SVM

Los clasificadores de tipo SVM clásicos están basados en el entrenamiento a partir

de muestras de dos clases (por ejemplo positivas y negativas). Sin embargo, en

diversas situaciones se dispone solamente de muestras positivas para el entrena-

miento. Este es el caso del problema planteado originalmente por este proyecto,

donde se dispone de un set de entrenamiento de protéınas que se conoce que son
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Figura 3 Gráfico del “accuracy”de la clasificación de fusógenos virales obtenido

a partir de una búsqueda ”grid search”para los parámetros C y γ. Se trabajó con

el método SVM clásico.

fusogénicas, y se pretende seleccionar protéınas candidatas a fusógenos de otro set

de protéınas muy diverso. Dada la variabilidad del set de protéınas candidatas, re-

sulta complejo identificar muestras negativas representativas. Scholkopf et al. [12]

describen el método “one-class classification” que permite entrenar el modelo con

solamente muestras positivas.

La última etapa de este trabajo fue entrenar un clasificador con fusógenos virales

del clase I como muestras positivas. Se evaluó la clasificación de un conjunto de

fusógenos virales de clase I (distinto al conjunto de entrenamiento) y un conjunto

de fusógenos de clase II. Para esto se aplicó el método one-class SVM.

Para esta etapa también se trabajó con el paquete LIBSVM que dispone de esta

metodoloǵıa. Se aplicó el mismo kernel a los datos y se seleccionó la mejor combi-
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nación de parámetros. En este caso el parámetro ν sustituye al parámetro C. El

significado del parámetro ν es análogo al significado de C, pero solamente puede

tomar valores entre 0 y 1.

Análogamente a la parte anterior la mejor combinación de ν y γ se seleccionó a

partir de una búsqueda “grid search” utilizando “10-fold cross-validation” (Figu-

ra 4) con:

ν ∈ {0.1,0.2,0.3,0.4,0.5,0.6,0.7,0.8,0.9,1}

γ ∈ {5.4x10-4, 5.4x10-3, 5.4x10-2, 5.4x10-1, 5.4, 54}

Figura 4 Gráfico del “accuracy”de la clasificación de fusógenos virales obtenido

a partir de una búsqueda ”grid search”para los parámetros ν y γ. Se trabajó con

el método One-class SVM.

Se realizó un nuevo “grid search” para un rango más pequeño de ν:
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ν ∈ {0.02, 0.04, 0.06, 0.07, 0.1, 0.12, 0.14, 0.16, 0.18, 0.2, 0.22, 0.24, 0.26, 0.28, 0.3}

Se seleccionaron como parámetros óptimos ν = 0.12 y γ = 5.4x10-1. Para estos

parámetros la medida de “accuracy” de la clasificación de fusógenos virales de

clase I y clase II fue del 91.3 %.

7. Conclusiones y perspectivas

En este trabajo se implementó una nueva medida de similitud, basada en el alinea-

miento de estructuras secundarias propuesto por Przytycka et al. y el algoritmo

alineamientos locales propuesto por Needleman et al. Esta medida de similitud

permitió clasificar fusógenos virales de clase I y clase II con alta precisión. A pesar

de que en la Figura 1 se puede ver algunas secuencias que parecen divergentes

dentro de una misma clase (color cyan), la clasificación utilizando el método SVM

clásico resultó en un “accuracy”del 100 %. El método One-class SVM no permi-

tió discriminar de forma totalmente precisa fusógenos de clase I y de clase II. Sin

embargo el “accuracy”del 91.3 % resulta prometedor para ir más allá de este pro-

blema e intentar clasificar un conjunto de protéınas en fusógenos y no-fusogenos.

El método One-class SVM resulta más apropiado que el método SVM clásico para

resolver el problema biológico real. Es de interés identificar protéınas candidatas

a ser fusógenos virales dentro de la enorme variedad de protéınas que existe en

modelos biológicos. Por esta razón resulta poco razonable definir un conjunto de

protéınas que definan el universo de los no-fusógenos.

Resulta interesante examinar en detalle la diversidad dentro de una misma clase,

lo cual puede permitir mejorar la clasificación. Próximamente analizaremos en de-

talle cómo está definida cada clase filogenéticamente, lo cual creemos que puede

llegar a explicar la divergencia. También nos interesa analizar si las protéınas mal

clasificadas por el método One-class SVM corresponden a fusógenos de clase I cla-

sificados como clase II o viceversa.

Adicionalmente, intentaremos clasificar un conjunto de protéınas virales que con-

tiene fusógenos y no-fusógenos con el fin de identificar las protéınas fusogénicas.

Este trabajo forma parte de un proyecto en el cual se pretende identificar protéınas

candidatas a ser fusógenos en distintos modelos biológicos donde, si bien se sabe

que existe una protéına fusogénica, aún no se ha identificado.
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