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Práctico 2

Entrega: martes 9 de octubre (eva); jueves 11 de octubre en clase (versión papel)

Decisión bayesiana

Ejercicio 1

En un problema de clasi�cación sea ωmax(x) la clase para la cual

P (ωmax|x) ≥ P (ωi|x) ∀ i = 1, · · · , c.

1. Mostrar que P (ωmax|x) ≥ 1
c .

2. Mostrar que para la regla de decisión de mínimo error de Bayes, la probabilidad media de error

vale

P (error) = 1−
∫
P (ωmax|x)p(x)dx

3. Usar estos resultados para mostrar que P (error) ≤ (c− 1)/c.

4. Describir en qué situación se cumple P (error) = (c− 1)/c.

Ejercicio 2

Se considera el test de hipótesis simple binario, sobre una medida escalar X:

H0 : X ∼ N(0, σ2)

H1 : X ∼ N(µ, σ2)

Los valores µ > 0 y σ2 son conocidos.

1. Calcular las probabilidades de falsa alarma y de detección, PFA y PD, suponiendo que la regla

de decisión es:

Decidir H1 si X > γ; H0 si no.

El resultado se expresará por medio de la función Q(λ) =
∫ +∞
λ exp(−t2/2)/

√
2π dt. Gra�car las

densidades indicando las áreas de error.

2. Expresar PD como una función de PFA, y gra�car la curva correspondiente. ¾Qué representa esta

curva?

3. Diseñar una regla de decisión de Neyman-Pearson con restricción PFA ≤ α.
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Discriminantes lineales

Ejercicio 3: Perceptron

Inspirado por el modelo de neurona propuesto por McCullock-Pitts (MCP), Frank Rosenblatt

propuso un algoritmo capaz de aprender automáticamente los coe�cientes de un vector ω, que al ser

multiplicado por el vector de entrada, permitía decidir si la muestra pertenecía a una clase o no.

1. Explique brevemente la estrategia seguida para determinar el vector ω

2. Impleméntelo y muestre que puede separar correctamente las clases que se encuentran en el

archivo dataset1Pr2.csv . Para ello dibuje los patrones de cada una de las clases con un color

distinto y muestre el límite de decisión encontrado.

3. Utilice el mismo algoritmo para separar el siguiente conjunto de datos:

x0 x1 clase

0 0 1

0 1 0

1 0 0

1 1 1

Comente los resultados obtenidos.

Ejercicio 4: Criterio de Fisher

Fisher propuso como criterio de separación entre dos clases, maximimizar el siguiente cociente

J(ω) =

(
ωTµ1 − ωTµ2

)2
ωTΣ1ω + ωTΣ2ω

siendo µ1, Σ1, µ2 y Σ2 las medias y las matrices de covarianza de las clases 1 y 2 respectivamente.

1. Para el conjunto de datos dataset1Pr2.csv, encontrar los coe�cientes de ω óptimos

2. Mostrar la dirección obtenida junto con los datos

3. Implemente el clasi�cador y reporte los resultados

Ejercicio 5: Regresión logística

En este modelo se asume que la probabilidad a posteriori de pertenencia a la clase positiva puede

ser escrita de la siguiente forma:

P (Y = 1|xi;ω) = σ (xi;ω) =
1

1 + exp
(
−
(
ω0 +

∑k
j=1 ωijxij

))
donde xi = (xi1, xi2, ..., xik) es el i-ésimo vector de característcas y k es el número de característcas.

1. Escribir la log verosimilitud l(ω|X,y) para este modelo en función de la función σ de�nida

anteriormente. X es una matriz de n× k e y es un vector que contiene las n etiquetas.

2. Mostrar que el gradiente de la log verosimilitud con respecto a ωj está dado por

∂

∂ωj
l (ω|X,y) =

n∑
i=1

xij (yi − σ(xi;ω))

donde por conveniencia se agrega una dimensión, asumiendo que xi0 = 1. De esta forma, la

expresión es válida para ω0 también.

3. Implementar un clasi�cador basado en regresión logística que utilice como método de optimiza-

ción descenso por gradiente. Utilizarlo para separar el conjunto de datos dataset2Pr2.csv.
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Estimación no paramétrica

Ejercicio 6: Ventanas de Parzen

En este ejercicio se utilizará la base de datos Iris para clasi�cación de �ores disponible en la página

del curso. Considere sólo el largo y el ancho del pétalo como características.

1. Gra�que la distribución de los patrones de entrenamiento en función de las características.

2. Escriba un programa que estime las densidades de cada clase en una grilla de 50x50 puntos.

Asegúrese que la grilla cubra el rango de valores de los patrones de entrenamiento de la clase.

Utilice un kernel gaussiano de la forma

K(x,Zm
i ) =

1

2πd/2|Σ|1/2
e−

1
2
(x−Zm

i )T Σ−1(x−Zm
i )

La matriz Σ se considerará de la forma Σ = h2Σc, siendo Σc la matriz de covarianza de los

patrones de entrenamiento de la clase y h el parámetro que controla el ancho de la ventana.

3. Varíe el ancho de la ventana, gra�que las estimaciones obtenidas y establezca un rango de valores

razonable para realizar la estimación.
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