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Agenda

Random Forests:

Bagging con árboles de decisión;

Para hacer los árboles menos correlacionados, cada árbol se construye sobre una
selección aleatoria de atributos;

Muy popular: en general, performance muy similar a boosting, pero más fácil de
entrenar.

Gradient Boosting:

Surge de la observación que boosting puede intepretarse como un algoritmo de
optimización de una función de costo debidamente diseñada.

Clasificador basado en regresión. Se va refinando iterativamente agregando
modelos de regresión que ajustan a la dirección opuesta del gradiente del costo.

Mezcla de expertos:

Combinación ponderada de clasificadores que deciden de forma independiente;

Los asignación de los pesos (o nivel de confianza) de clasificadores varía con la
muestra específica a clasificar (la expertise depende de la entrada).
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Random Forests (Breiman, 2001)

Sobre los clasificadores base, vimos que:

Conviene combinar clasificadores débiles (sesgo bajo, varianza alta);

A mayor independencia entre clasificadores base, menor error de clasificación en
la combinación.

Random Forests:

Modificación de bagging clásico con árboles de decisión, mediante una técnica
que reduce la correlación entre los árboles.

Cómo: construyendo cada árbol sobre un subconjunto de características
seleccionadas al azar.
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Random Forests: algoritmo
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Random Forests: por qué funciona

Los árboles de decisión generados por bootstrap son idénticamente distribuidos, con
sesgo b y varianza σ2, pero no independientes:

El sesgo del promedio también vale bRF = b;

Si ρ es el coeficiente de correlación de Pearson de un par de árboles, la varianza
del promedio de B árboles vale

σ2
RF = ρσ2 +

1− ρ
B

σ2.

Al aumentar B el segundo término se reduce, pero no el primero.

⇒ Para reducir la varianza de la combinación, Random Forests propone:

Diseñar el conjunto de árboles para reducir ρ, cuidando no aumentar mucho σ2;

Hacer esto construyendo cada árbol sobre un subconjunto aleatorio de m
características entre el total de p.

¿Cómo elegir m? Breiman recomienda m = b√pc; mejor elegir por CV o OOB.
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Estimación Out-of-bag (OOB)

Es un método para estimar el error de predicción en bagging, durante el
entrenamiento, muy utilizado en Random Forests.

El error de predicción (o de generalización) se mide promediando los errores de
predicción de las muestras OOB:

Para cada muestra de entrenamiento (xn, tn), se construye su predictor RF
promediando sólo los árboles de los muestreos bootstrap que no la contienen.

El training se termina cuando el error OOB se estabiliza.

Se puede ver que cuando B crece la estimación de error de generalización por
OOB tiende a la de N -fold CV (N es el total de muestras de training).
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Estimación Out-of-bag (OOB)

Error OOB estimado durante training, comparado con error en testing (dataset spam; Hastie,
Tibshirani & Friedman).
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Gradient Boosting (Friedman, 1999)

Gradient boosting nace de la observación siguiente (más intuitiva en regresión):

Consideremos un predictor y = f(x), y la función de costo cuadrática,

L(f) =

N∑
n=1

L(yn, f(xn)) =
N∑

n=1

(yn − f(xn))
2 .

Supongamos que queremos optimizar f iterativamente, y llamemos f (m) el
modelo en la iteración m. Para esto se busca un nuevo estimador h que refine el
clasificador:

f (m+1)(x) = f (m)(x) + h(x).

Si h fuese perfecto, f (m+1)(x) = f (m)(x) + h(x) = y, es decir h(x) = y− f (m)(x).

Entonces, para refinar f iterativamente, se busca que h se ajuste lo mejor posible
al residuo y − fm(x). Observando que y − f(x) = − ∂

∂f

{
(y − f(x))2

}
, gradient

boosting propone refinar f mediante un descenso por gradiente,

f (m+1) = f (m) − η ∂L
∂f

(f (m)).
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Gradient Boosting para clasificación

N muestras (xn, tn), K clases, tn = (tn1, . . . , tnK), con tnk = 1{xn de clase k}.

Costo: entropía cruzada,

L(tn, f1(xn), . . . , fK(xn)) = −
K∑

k=1

tnk log pk(xn),

con pk(x) = efk(x)∑K
l=1

efl(x) (softmax).

Tenemos:
∇fkL(tn, f1(xn), . . . , fK(xn)) = tnk − pk(xn),

(cuantifica el error de clasificación: si xn es de clase K, pk(xn) debería estar
cerca de 1).
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Gradient Boosting: algoritmo para clasificación

Algorithm Gradient Boosting para K clases

Ajustar un modelo de regresión inicial f0
k (x) para cada clase k = 1, . . . ,K.

for m = 1 to M do
for k = 1 to K do

for n = 1 to N do

Calcular p(m)
k (xn) =

e
f
(m)
k

(xn)∑K
l=1

e
f
(m)
l

(x)
.

Calcular los residuos

rnmk = −∇
f
(m)
k

L(tn, f
(m)
1 (xn), . . . , f

(m)
K (xn)) = −(tnk − p(m)

k (xn)).

end for
Ajustar un modelo de regresión hmk(x) al conjunto {xn, rnmk}Nn=1.
Actualizar fk: f

(m)
k = f

(m−1)
k + ηmkhmk.

end for
end for
Return: modelos de regresión f (M)

1 , f
(M)
2 , . . . , f

(M)
K .

Clasificación: En testing, x se asigna a la clase k∗ = argmaxk∈{1,...,K}p
M
k (x).
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Gradient Boosting: observaciones

Para los fk se utilizan modelos de predicción débiles, típicamente árboles de
decisión de igual profundidad J .

Cantidad de iteraciones M : cada iteración reduce el costo L sobre los datos de
entrenamiento. Si M es demasiado grande hay sobre-ajuste.

J y M son hiper-parámetros, se ajusta en validación.

Elegir M chico es análogo a hacer early stopping en redes.

Regularización por shrinkage: escalar la contribución de cada regresor por un
factor ν ∈ (0, 1]. Se pueden combinar ν chicos con M grandes.
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Gradient Boosting: observaciones

Stochastic Gradient Boosting:

Codificación propuesta por Friedman, motivada por la técnica de bagging.

En cada iteración m, se muestrean al azar sin reposición un conjunto Sm de
f ×N muestras, 0 < f < 1. Los f (m)

k se ajustan sobre Sm.

Tiene un efecto de regularización, y acelera dramáticamente el training.

Como en bagging, permite estimar el error de generalización por OOB.
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Comparación: Bagging vs. RF vs. GB
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Mezcla de Expertos

Preliminares: mezcla de modelos de regresión logística

K = 2 clases, M clasificadores de regresión logística.

ym = σ(wT
mx), θ = {wm, πm}Mm=1 parámetros de la mezcla.

Densidad del target para la mezcla:

p(x, t;θ) =

M∑
m=1

πmy
t
m(1− ym)1−t.

N muestras independientes, (xn, tn), tn ∈ {0, 1}, t = (t1, t2, . . . , tN ).
ynm = σ(wT

mxn),

Función de verosimilitud de los datos para la mezcla:

p(x1, . . . ,xn, t1, . . . , tn;θ) =
N∏

n=1

M∑
m=1

πmy
tn
nm(1− ynm)1−tn . (∗)

Queremos encontrar θ que mejor explica los datos⇒ debemos maximizar (∗).
¿Cómo?
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Mezcla de Expertos: preliminares, mezcla de modelos logísticos

Recordemos EM para una mezcla de densidades, con N muestras i.i.d.:

Modelamos las V.A. latentes como Zn = m si xn proviene de la componente m.

Expectation:

Q(θ,θi) =

N∑
n=1

M∑
m=1

P (Zn = m|xn;θ
i)(log p(xn, tn|Zn = m;θ) + log πm),

con

P (Zn = m|xn;θ
i) =

πmy
tn
nm(1− ynm)1−tn∑M

l=1 πly
tn
nl (1− ynl)1−tn

,

log p(xn, tn|Zn = m;θ) = tn log ynm + (1− tn) log(1− tn),

πm =
1

N

N∑
n=1

P (Zn = m|xn;θ
i).

Maximization: se resuelve por descenso por gradiente, Newton o IRLS ( ∂Q(θ,θi)
∂wm

no admite forma cerrada, a diferencia de la mezcla de Gaussianas).
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Mezcla de Expertos: diferencia con otras estrategias de combinación

Boosting, bagging, mezcla de densidades:

Los expertos cooperan para predecir la salida.

Cada experto tiene un peso o confiabilidad πm constante (en las mezclas sería el
prior), independiente de qué dato esté clasificando: y(x) =

∑M
m=1 πmym(x).

Podemos pensar en πm como el expertise general: de hecho
πm = 1

N

∑N
n=1 P (Zn = m|xn;θ

i) es el promedio sobre todo el training set.
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Mezcla de Expertos: diferencia con otras estrategias de combinación

Mezcla de expertos:

El peso de cada experto, su expertise, depende del dato x a clasificar.

Este peso es controlado por las gating networks, que fomentan la especialización
(conocimiento especializado) en la cooperación: y(x) =

∑M
m=1 πm(x)ym(x).

Las gating functions deben verificar las condiciones de mezcla usuales:
∀x : πm(x) ∈ [0, 1],

∑M
m=1 πm(x) = 1.

Es usual usar πm(x) = ezm(x)∑M
l=1

ezl(x) (softmax).

Se puede optimizar para todos los ym y zm mediante EM con IRLS.
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