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Contexto

I El paper propone un framework al que denomina DPS
(deep-physics-informed sparsity) cuyo objetivo es mejorar la
resolución física por lo menos en un factor de 1.67, para una
variedad de modalidades de imágenes.

I El framework contiene varias redes de neuronas que actúan de
manera coordinada sobre un �ujo de procesamiento y fueron
entrenadas con una estrategia de aprendizaje sin supervisión.

I Se presenta la red Res-U-DBPN, la cual contiene en su función
objetivo un término asociado a la PSF2 del proceso de captura.

I El entrenamiento únicamente utiliza una base de datos de imágenes
SIM3 con diferentes tipos de muestras biológicas, con el objetivo de
mejorar la universalidad de la red.

2Point Spread Function
3Structured Illumination Microscopy



Foco de la exposición

I Entender los diferentes componentes de las redes que componen el
framework así cómo las funciones de costo utilizadas en su
entrenamiento.



Image Kernels

I Explicación visual por Victor Powell 4

4setosa.io/ev/image-kernels



Convolución 2D
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Convolución 2D

I ¾Qué elementos controlan número de features/embedding/layers?
I ¾Y cómo modi�camos tamaño de las features a la salida?



Hiperparámetros de capa de Convolución 2D



Convolución 2D Transpuesta

I ¾Se les ocurre un uso? I (W − 1)S − 2P + F = O



Capas de downSampling y upSampling

Pooling

unPooling



VGG16-D

I ILSVRC'14 (ImageNet Large Scale Visual Recognition Challenge)



UNet

I Publicado en 2015 - https://doi.org/10.48550/arXiv.1505.04597



Res-UNet



Deep Back-Projection Networks (DBPN)

I La letra L indica features maps de baja resolución y H features
maps de alta resolución.

I Aquí lo que se indica como Deconv son convoluciones 2D
transpuestas, las cuales permiten realizar upSampling.



Denoise-DPS Framework



Denoise-DPS Framework - Denoise Module

arg mı́n{αSSIM(x, y) + βL1(x, y) + εL1 [FFT(x)− FFT(y)]}.

I x es la salida de la red e y el ground truth.

I FFT es la transformada rápida de Fourier, y (α, β, ε) constantes
experimentales.



Structural Similarity Index Measure (SSIM)

SSIM(x, y) = l(x, y).c(x, y).s(x, y),

l(x, y) =
2µxµy + c1
µ2
x + µ2

y + c1
,

c(x, y) =
2σxσy + c2
σ2
x + σ2

y + c2
,

s(x, y) =
σxy + c2/2

σx.σy + c2/2
.

Donde:
I l indica luminancia, c contraste y s estructura.
I µx y µy son la media de intensidades en píxeles de x e y

respectivamente.
I σ2

x y σ2
y son la varianza de x e y respectivamente.

I σxy es la covarianza de x e y.
I c1 = (k1L)2, c2 = (k2L)2, dos variables para estabilizar división con

denominadores pequeños. Con k1 = 0,001 y k2 = 0,03 por defecto.
I L es el rango dinámico de los valores de pixel (2#bits per pixel − 1).



Denoise-DPS Framework - Conventional Denoise SIM
Reconstruction

arg mı́n{αSSIM(x, y) + βL1(x, y)}.

I x es la salida de la red e y el ground truth.

I El bloque naranja es una capa extra de upSampling.



Denoise-DPS Framework - Artifacts Removal

I Intenta mejorar performance sobre todo en imágenes que necesitan
post-procesamiento..

I ½Utiliza una función de pérdida perceptual!

I Solo utiliza la feature reconstruction loss para nueve capas de
VGG16-D.



Perceptual Loss

arg mı́n
W

Ex,{yi}

[∑
i=1

λili(fW (x), yi)

]
,

lΦ,jfeat(ŷy) =
1

CjHjWj
||Φj((̂y))− Φj(y)||22.

I Φj(x) es el feature map de la capa j de VGG16, con tamaño
Cj ×Hj ×Wj .

I Se de�nen dos funciones de pérdida perceptual, feature
reconstruction loss lΦfeat y style reconstruction loss lΦstyle.



Denoise-DPS Framework



Denoise-DPS - Background removal module

Rolling ball sifting algorithm



Denoise-DPS - Res-U-DBPN

arg mı́n {SSIM(x⊗ srPSF, y) + βRHessian(x) + β‖x‖1}



Denoise-DPS - Res-U-DBPN



Denoise-DPS - Res-U-DBPN



Denoise-DPS - srPSF

arg mı́n {SSIM(x⊗ srPSF, y) + βRHessian(x) + β‖x‖1}

I El proceso de captura de una imagen puede ser modelado como:

y = x⊗ srPSF + η,

donde x es la imagen HR, y la LR y η ruido en adquisición de
imagen.

I srPSF surge de física del sistema de adquisición, por ejemplo para
SIM:

srPSF =

2J1

(
2πmfNAr

λ

)
2πmfNAr

λ


2

,

donde J1 es la función de Bessel de primer orden, λ la longitud de onda de �uorescencia, NA apertura

numérica del objetivo del lente, mf el factor de modulación utilizado para modular NA luego de SIM y r la

coordenada radial de la super�cie del objeto.



Denoise-DPS - Hessian

arg mı́n {SSIM(x⊗ srPSF, y) + βRHessian(x) + β‖x‖1}

I RHessian penaliza la pérdida de continuidad de las estructuras a lo
largo de las distintas dimensiones de la imagen.

I Asumiendo imagen f para el caso de SIM (información en tres ejes
xyt) se puede de�nir como:

RHessian(f) =
∑
r

(|fxx(r)|+ |fyy(r)|+ σ|ftt(r)|

+2|fxy(r)|+ 2
√
σ|fxt(r)|+ 2

√
σ|fyt(r)|

)
I donde σ es un parámetro introducido para forzar continuidad

estructural en el eje t.



Denoise-DPS - L1

arg mı́n {SSIM(x⊗ srPSF, y) + βRHessian(x) + β‖x‖1}

I La regularización con norma L1 se utiliza para robustecer
entrenamiento y favorecer soluciones esparsas.



Denoise-DPS - PSNR Comparisons



Denoise-DPS - SNR



¾Preguntas?



½Gracias!
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