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Aprendizaje automático

Redes neuronales (parte 1)
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Introducción



Introducción

● Las redes neuronales artificiales (ANN, Artificial Neural Network): modelo de aprendizaje 
automático inspirado en las redes de neuronas biológicas de nuestro cerebro.

● Base del aprendizaje profundo

● Versátil, potente y ampliable

● Ideal para enfrentarse a grandes y complejas tareas de aprendizaje automático
○ Clasificar billones de imágenes (Google Images)
○ Reconocimiento de voz (Apple’s Siri)
○ Recomendación de videos a millones de personas (YouTube)



1943: Modelo computacional de 
neuronas biológicas

1960: Abandono de la idea de 
máquinas verdaderamente 

inteligentes

1980: Nuevas arquitecturas 
y mejor entrenamiento

1990: SVM et al.

2010: Aprendizaje 
profundo



● Enorme cantidad de datos

● Aumento de la potencia informática (ley de Moore, industria del juego)

● Mejores algoritmos de entrenamiento

● Círculo virtuoso de financiación y progreso

El aprendizaje profundo parece posible



Perceptrón



Perceptrón

● Una de las arquitecturas más simples de las ANN (Rosenblatt 1957)
● Basado en una neurona artificial llamada TLU (Threshold Logic Unit)
● Las entradas y salidas son números
● La conexión a cada entrada está asociada a un peso wi
● La salida es                           con                 y step es la función escalón de Heaviside



Perceptrón a salida multiple

● Capa con varias TLU
● Cada TLU se conecta a cada entrada (capa fully connected o dense layer)



Salida del perceptrón

● La salida es 
● X matriz de características en entrada (m x n)
● W matriz de pesos (n x cantidad de neuronas)
● b vector de bias (1 x cantidad de neuronas)
● Ф es la función de activación (en este caso la función step)



Como se entrena

● La regla de aprendizaje del perceptrón refuerza las conexiones wij que ayudan a 
reducir el error

● η es el learning rate
● La frontera de decisión de cada neurona el lineal
● Varias limitaciones entre ellas problemas triviales (como el XOR) no se puede resolver 

con un perceptrón
● Apilar varias capas de perceptrones: perceptrón multicapa (MLP)



Perceptrón multicapa



Perceptrón multicapa

● Varias capas de perceptrones
● Una capa de entrada
● Una o varias capas ocultas 

(hidden layers)
● Una capa de salida
● Todas menos la capa de salida 

tienen una neurona para el bias
● Todas son capas densas
● Muchas capas ocultas → DNN 

(Deep Neural Network)



Perceptrón multicapa Cuantos parámetros tiene esta red si d(0) = 10? 

● 3 x (d(0)+1)
● 2 x (d(1)+1)
● d(2)+1
● Para d(0) = 10, d(1) 

= 3 y d(2) = 2 → 44 
parámetros



¿Como se entrena un MLP?



Propagación hacia atrás



Propagación hacia atrás (o backpropagation en inglés)

● Backpropagation (BP) es un método de GD que usa una forma eficiente de calcular el 
gradiente automáticamente

● BP calcula el gradiente de la función de error respecto a todos los parámetros de la 
red (wij  y bj) en dos pasadas: forward pass y backward pass

● Con el gradiente de la función de error se hace una etapa de bajada por gradiente 
actualizando wij  y bj

● Se itera hasta convergencia

● BP busca cómo ajustar cada peso de conexión wij y cada bias bj para reducir el error de 
la red



Propagación hacia atrás

Composición de 
funciones de los 

parámetros de la red





Propagación hacia atrás

● Se hace para cada instancia y varias veces por todo el conjunto de entrenamiento
● Cada pasada completa es lo que se conoce como una época
● Forward pass: predecir la salida para una instancia y guarda todos los resultados 

intermediarios
● Calcular el error e(w) (función de costo)
● Backward pass: calcula cuánto cada neurona contribuye al error e(w) para todas las 

capas (usando la regla de la cadena)
● Una vez que tenemos el gradiente se hace una etapa de bajada por gradiente
● Se repite el procedimiento hasta convergencia
● Se inicializan los pesos de manera aleatoria
● Esencial para que el algoritmo funcione correctamente: se cambia la función de 

activación a una sigmoid 



Funciones de activación



¿Porque necesitamos funciones de activación?



Regresores y clasificadores con MLP



Regresión

● Los MLP pueden utilizarse para regresión
● Determinar si se quiere una o varias salidas
● En general la última capa de neuronas no tiene función de activación
● Función de error típica: MSE, MAE, Huber



Clasificación

● Los MLP pueden utilizarse para clasificación
● En la capa de salida, tantas neuronas como clases
● Clasificación binaria: sigmoid
● Clasificación más de dos clases: softmax
● Salida de la red: probabilidad de pertenencia a cada clase
● Función de error típica: entropía cruzada



Implementación Keras y TensorFlow



Keras y TensorFlow



Keras y TensorFlow



Clasificación de imágenes



Definición del modelo

● Softmax

● k = 10 clases

● Convierte k valores a 
que sumen 1

● Para clases excluyentes



Inicialización de pesos



Compilación del modelo



Entrenamiento del modelo



Evaluación del modelo



Guardando y cargando el modelo



Hiperparámetros



Hiperparámetros

● Hay varios hiperparámetros que ajustar
○ Número de capas
○ Número de neuronas
○ Tipo de función de activación
○ Inicialización de pesos
○ Learning rate
○ Optimizador
○ Batch size
○ Número de iteraciones

● Probar varias combinaciones
○ Grid search
○ Randomized search

● Varias librerías de Python
○ Hyperopt, Hyperas, kopt, Keras Tuner, …

● La búsqueda de hiperparámetros sigue siendo un campo de investigación activo




