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Algunos cursos de grado y posgrado

● Fundamentos de Aprendizaje Automático
Curso de grado de Ingeniería Eléctrica

○ Material: https://eva.fing.edu.uy/course/view.php?id=1252
○ Videos: https://open.fing.edu.uy/courses/fuaa/

● Taller de Aprendizaje Automático
Curso de grado de Ingeniería Eléctrica

○ Material: https://eva.fing.edu.uy/course/view.php?id=1492
○ Videos: https://open.fing.edu.uy/courses/taa/

● DLVis (Deep Learning para Visión Artificial)
○ Material: https://eva.fing.edu.uy/course/view.php?id=1046
○ Videos: https://www.youtube.com/@DLVISFing

https://eva.fing.edu.uy/course/view.php?id=1252
https://open.fing.edu.uy/courses/fuaa/
https://eva.fing.edu.uy/course/view.php?id=1492
https://open.fing.edu.uy/courses/taa/
https://eva.fing.edu.uy/course/view.php?id=1046
https://www.youtube.com/@DLVISFing


¿Qué es el aprendizaje automático?



Aprendizaje automático

 



Aprendizaje automático

El Rcenomicietno ed Partoens es una 
dipscinila que etsduia mdéotos que 

premiten indefiticar ojbetos, tpios de 
obtejos o rcelaiones a ptarir de sñeales o 

dtaos del mduno cmoo udste hcae en 
etse mometno cno etsas paarblas.

El estudio de cómo las máquinas 
pueden, observando el ambiente, 
aprender a distinguir patrones de 

interés de un fondo y realizar 
decisiones razonables sobre las 

categorías de los mismos.

El acto de tomar datos crudos y 
hacer una acción basados en la 

categoría de los patrones.

Descubrir automáticamente 
regularidades en los datos usando 

algoritmos en computadora y a partir 
de esas regularidades tomar acciones.

aprendizaje: mejorar el desempeño 
de una tarea con la experiencia.

medida de 
desempeño

datosaplicación



Algunas definiciones más

El aprendizaje automático es la ciencia (y el arte) de programar computadoras para que

puedan aprender de los datos.        

—Yaser Abu-Mostafa *

El aprendizaje automático es el campo de estudio que brinda a las computadoras la 
capacidad de aprender sin ser programadas explıćitamente.

—Arthur Samuel, 1959

Una computadora aprende de la experiencia E con respecto a alguna tarea T y alguna 
medida de desempeño P, si su desempeño en T, medido por P, mejora con la experiencia E.

—Tom Mitchell, 1997



Ejemplo - Filtro de spam

● Tarea   T
○ Identificar si un correo es o no spam

● Experiencia E
○ Conjunto de correos de ejemplo que 

son spam y  que no son spam 
identificados por los usuarios

● Desempeño o performance  P
○ Medido por ejemplo como la tasa de 

aciertos



Esquema tradicional sin AA

1. Analizar el problema. Encontrar algunos patrones en los correos que son spam
○ Algunas palabras que aparecen frecuentemente en el asunto

■ gratis, felicitaciones, has ganado, dinero, extra, sexo, etc
○ Algunos patrones en el nombre del remitente y el cuerpo del correo

2. Programar un detector para cada uno de los patrones encontrados en el paso 1.

3. Testear el programa e iterar los pasos 1 y 2 hasta que el filtro tenga un desempeño  
adecuado para ponerlo en línea.



Esquema tradicional sin AA

Dificultades del encare::
● Tenemos un problema complejo
● Solución es una larga lista de reglas 

complejas
● Habrá que descubrir  

constantemente nuevos patrones y 
actualizar reglas

○ Ej. los spammers empiezan a escribir 
GR4TI$ en lugar de gratis

● El problema no escala bien
● El mantenimiento se hace muy difícil



Esquema de AA

Se puede automatizar



Ejemplo: Lesiones de piel

Asymmetry: The lesion is bisected by its two principal axes. Symmetry takes into account the contour, colors, and structures

within the lesion.

Border: The lesion is divided into octants, by its principal axes and two supplementary axes. Next, one counts the number of

segments that have an abrupt border cutoff.

Color: One point per each color listed in Table 1. 

Dermoscopic structures: One point per each structure listed in Table 1. 

Capdehourat, Germán, Andrés Corez, Anabella Bazzano, Rodrigo Alonso, and Pablo Musé. "Toward a combined tool to assist dermatologists in melanoma detection from dermoscopic images of 
pigmented skin lesions." Pattern Recognition Letters 32, no. 16 (2011): 2187-2196.



Lesiones de piel



Lesiones de piel

● Esquema:
○ Se toma imagen con una cierta cámara e iluminación
○ Se realizan observaciones sobre la imagen y calculan características numéricas (features)
○ Se clasifica en base  a una regla de decisión

● Positivo
○ Reglas basadas en experiencia acumulada 

● Negativo
○ Implementación depende del operador
○ Características están fijas, podrían haber otras mejores que no consideramos 
○ Umbrales fijos. La regla de decisión no se actualiza con nueva evidencia



Lesiones de piel - Aproximación con AA

● Base de datos original:   
○ Imagenes + etiquetas (benigno, maligno)   
○ Etiquetas =  “Ground truth”,    en este caso son el resultado del estudio histopatológico
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Lesiones de piel - Aproximación con AA

● Base de datos original:   
○ Imagenes + etiquetas (benigno, maligno)   
○ Etiquetas =  “Ground truth”,    en este caso son el resultado del estudio histopatológico

● Procesamiento de imágenes: 
○ Mejoramiento 
○ Segmentación de la región

● Extracción de características
○ Valores numéricos extraídos de la imagen

■ En la región y en el borde de la lesión
■ Características de color, textura, rugosidad del borde, etc

● Base de trabajo:

x y



Esquema de AA

Clasificador ideal y
Resultado

Maligno / Benigno
Positivo (+1) / Negativo (-1)

Clasificador real

x

ŷ



Esquema de AA

● El set de datos es una muestra del universo del problema
○ es representativo ?
○ es suficiente ?

● Con el set de datos que disponemos quisiéramos:
○ entrenar el clasificador

■ Mostrarle un conjunto de pares (x,y) al clasificador
■ Ajustar parámetros del clasificador para minimizar la diferencia ( y - ŷ) sobre el conjunto  

○ elegir un buen modelo de clasificador
○ estimar cuál va a ser el desempeño cuando lo ponga a funcionar con nuevos datos del universo

 

x y



Aprendizaje automático

entrenamiento validación test

Modelo

datos
entrenamiento

 y etiquetas

reducción de 
dimensiones, 

selección/extracción de 
características, …

planillas, 
sensores, 
cámaras, 
bases, …

clasificación, regresión, 
clustering, …

pre-procesamiento, 
denoising, filtrado, 
normalización, …

preprocesamiento
extracción y 
selección de 

características

entrenamiento del 
modelo 

(aprendizaje)

Validación
del Modelo

datos
validación

Etiqueta
(clase, valor)

datos
test

preprocesamiento
extracción y 
selección de 

características
clasificador

Datos



Cross-validation: k-fold 

TrainingData

80%

Test

20%

Test

20%

k = 4

Training Validation

Training Validation Training

TrainingValidationTraining

TrainingValidation



Lo esencial de un problema de AA

● Debe existir un patrón subyacente

● El problema es complejo y no sabemos o no podemos describir analíticamente las  
relaciones

● Tenemos datos



Tipos de aprendizaje

Aprendizaje supervisado

- Tenemos pares de datos de 
entrada-salida generados por 
humanos

- Según el tipo de salida dos posibles  
problemas:
  salida categórica:   clasificación
  salida numérica:    regresión 

Problema de Clasificación

Problema de Regresión



Tipos de aprendizaje

Aprendizaje no supervisado

La mayor parte de los datos disponibles no están etiquetados. Su potencial etiquetado 
requiere intervención humana (muchas veces expertos especializados) y su costo es muy 
alto.

● Clustering: descubrir estructura dentro de un conjunto de datos, agrupándolos en

subconjuntos (clusters) que muestren una cierta coherencia o similitud interna.



Tipos de aprendizaje

Aprendizaje no supervisado

● Detección de anomalías: detectar aquellas muestras con baja probabilidad de haber 
sido generadas por el modelo de normalidad que explica los datos (muestras alejadas 
de los clusters, o muestras poco probables de acuerdo a las densidades estimadas).



Tipos de aprendizaje

Aprendizaje semi - supervisado

– Tenemos sólo algunos datos etiquetados y muchos sin etiquetar



Tipos de aprendizaje

Aprendizaje por refuerzo 
(Reinforcement learning)

– Un agente actúa en un ambiente y 
obtiene recompensas ante cada 
acción

– Las acciones se toman con una 
cierta política

– El objetivo es obtener una política 
que maximice la recompensa 
acumulada



Categorías de los sistemas de AA

Nearest Neighbor, Support 
Vector Machines (SVM), Decision 
Trees, Random Forest, 
Discriminant Analysis, Naive 
Bayes, Neural Networks, Linear 
Regression, SVR, …

k-means, Fuzzy C-means, 
Hierarchical Clustering, Spectral 
Clustering, Gaussian Mixtures, 
Hidden Markov Model, Neural 
Networks, PCA, Isomap, MDS, 
Diffusion Maps, …

unsupervised: the labels 
(classes) of the data are 
not known, they are 
organized on the basis of 
the features.

supervised: training data 
with labels (classes) or 
output values to predict 
new data.
• classification and 

regression
• explicit learning
• direct assessment
• class/value prediction
• parametric or not

• pattern/structure 
identification

• clustering: clustering 
• parametric or not
• # classes unknown

semi-supervised: the labels 
(classes) of some data are known.

reinforcement learning: feedback of the task 
result: reward or penalty

• approach to AI
• define strategies for events
• maximize reward

 



Clasificación por vecinos más cercanos (k-NN)



Clasificación por vecinos más cercanos (k-NN)

● Basado en instancias: no hay una fase de entrenamiento explícita: memoriza los datos 
de entrenamiento como conocimiento para la fase de predicción. 

● Idea principal: puntos de datos similares tienden a tener etiquetas similares



Clasificación por vecinos más cercanos (k-NN)

Se asigna la clase dominante dentro de los k puntos más 
cercanos del conjunto de entrenamiento.

Dado un nuevo punto x (conjunto de test):
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Clasificación por vecinos más cercanos (k-NN)

Se asigna la clase dominante dentro de los k puntos más 
cercanos del conjunto de entrenamiento.

Dado un nuevo punto x (conjunto de test):

1. Se buscan los k vecinos más cercanos en el conjunto 
de entrenamiento según cierta distancia

2. Se clasifica a x con la etiqueta dominante entre los k 
vecinos

k y la distancia son hiperparámetros del método.



Hiperparámetro k (cantidad de vecinos)

1-NN 15-NN



Hiperparámetro k (cantidad de vecinos)

● k muy chico (k→1):
○ sobre ajuste: se ajusta muy bien a los datos de entrenamiento y no es bueno generalizando
○ las fronteras de decisión son irregulares

● k grande:
○ tiende a un mejor comportamiento
○ si k es muy grande se empiezan a considerar puntos que no son vecinos
○ subajuste
○ las fronteras de decisión son más homogéneas



sklearn.neighbors.KNeighborsClassifier



Clasificación por árboles de decisión



Árboles de decisión

● Método de aprendizaje supervisado utilizado para clasificación y regresión

● Idea principal: predecir el valor de una variable objetivo mediante el aprendizaje de 
reglas de decisión sencillas inferidas a partir de las características de los datos de 
entrenamiento. 



Árboles de decisión

● Clase/valor se decide por secuencia 
de preguntas

● Muy intuitivos: fácil de entender e 
interpretar

● Los árboles se pueden visualizar

● No se precisa tratar los datos previo 
a la clasificación/regresión

● Muy efectivos!



Dataset Iris

Conjunto de datos de sklearn que contiene la longitud y ancho de los sépalos y pétalos de 
150 flores de iris de tres especies diferentes: Iris setosa, Iris versicolor e Iris virginica



Ejemplo de clasificación para el dataset iris



Árbol de decisión para la clasificación



Métricas de desempeño



Performance measurements

true positives 
success

true negatives
correct rejection

false positives
type I error (false alarm)

false negatives
type II error

tasa de enfermos correctamente 
detectados

tasa de sanos correctamente 
clasificados

de los clasificados positivos ¿cuántos 
son los realmente positivos? 

¿cuánto se acerca a los valores 
reales? exactitud

probabilidad de una 
falsa alarma.

Media armónica entre 
TPR y PPV.

Positiv
es

Negatives

TP:

TN:

FP:

FN:

17 1 20 442

Ver más métricas en:   https://en.wikipedia.org/wiki/Precision_and_recall 

disease detection

system login

https://en.wikipedia.org/wiki/Precision_and_recall



