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Red Recurrente Simple (Red de Elman)

La salida de la capa oculta
se retroalimenta y se suma
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Pesos y funcién no lineal

Pesos y funcién no lineal

Finding Structure in Time

Elman (1990)



Red Recurrente Simple

( Y )
_ Vv
La nueva matriz de pesos U regula
el efecto del estado oculto del paso
anterior sobre el procesamiento de C hy )

la nueva palabra y el nuevo estado
oculto

ht — g(Uht_l + Wﬂ?t)

U— dimh X dimh

W — dim, x dim_ Yy = f(Vht)

—~
\\

V —> dlmout X dlmh S ~a Por ejemplo:

y; = softmax(V hy)



Desarrollo en el Tiempo
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Variantes de la Arquiféctyra' RNN N




Stack de RNN
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Podemos enganchar las salidas de la capa oculta y usarlas como la entrada de
otra RNN

Distintas capas inducen representaciones con diferente nivel de abstraccion
(palabras, frases, sintagmas...)

Ojo: Mas parametros, mas dificil de entrenar



RNN bidireccional

Y1 Yo Y3 Yn
U‘T concatenated
»U outputs
- - RNN 2 I
> > RNN 1 >
1 %5 X3 n

Dos RNNs: una toma la secuencia normal y la otra la secuencia en reversa

Las salidas de las capas ocultas de ambas redes en el tiempo t se concatenan
para formar la representacion de la palabra x,



RNN bidireccional

e La red “hacia adelante”

hf — RNNforward(mly RER) :Bt)

e Lared“enreversa”
b
ht — RNNba,ckward (xta ceey :U’n)

e La nueva salida de la capa oculta se forma concatenando las
salidas de las dos para el tiempo t

hy = [h{; h?]
— hi @ R



RNN bidireccional

Para clasificacion de una secuencia entera, es usual concatenar las salidas de

la capa oculta que consideran todas las palabras: h_ de la red directay h, de la
red reversa






Modelos de Lenguaje

Algunas rutas se mantienen cerradas desde el fin de
semana debido a las copiosas ||yvias

Vivi en Francia toda mi infancia y hasta los dieciocho
afnos, por lo tanto hablo un perfecto francés



Desvanecimiento del gradiente en RNN
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desvanecimiento/
y explosion del
Oh, Oh; gradiente!

Ohy i=k+1 oh;_;

Backpropagation through time: what it does and how to do it
P. J. Werbos (1990)




LSTM

e [Long Short-Term Memory (Hochreiter y Schmidhuber, 1997)

e Intentan solucionar el problema de que la informacion mas
lejana es mas dificil de acceder (recordar)

e Utiliza dos “estados ocultos”
celda (C)

o uno de ellos mantiene la informacion “vieja”

_ capa oculta (h)
o el otro es el que se usa para calcular las salidas

e En cada paso, los dos estados y la nueva palabra de entrada (x)
se recombinan



RNN Simple
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LSTM
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LSTM

e (: celda o “cell state”, tamano dh
e Se conecta directamente de una unidad a otra

e En cada paso puede “olvidar’ algunos datos y “aprender”
algunos datos nuevos



LSTM

W,— d, x (d +d) i fe =Wy [hi1; 1))

Lt

e h: estado oculto o “hidden state”, tamano d,
e Se concatenan h,_, y la nueva entrada x, (de tamano d )
e f: “forget gate”, indica qué informacion sera “olvidada” por la celda

e Se calcula con una matriz de pesos W. y activacion sigmoide



LSTM

W,—d, x (d,+d ) i = o(Wi.lhe1; x4))
W, — d, x (d,+d,) cl C, = tanh(Wo[hy_1; 1))

it
(0] tanh

hi—1
Tt

e | “input gate”, indica que partes de la celda seran modificadas

e C es el vector de valores que se incluirdn en esa nueva celda
modificada (nuevos valores a “recordar”)



LSTM

e Elnuevo estado de celda del paso siguiente C, se calcula a
partir de la celda en el paso anterior C,

o “olvidando” los valores indicador por f,

o “"aprendiendo” valores nuevos indicados por /,



LSTM

Or = O'(WO.[ht_l; Zl'}t])
]’Lt = O * tanh(C't)
ht

Wo — dh X (dh+dw) Ot
hi—1

I

e EIl nuevo hidden state ht es una combinacion de:

o el nuevo cell state
o el hidden state viejo

o la nueva palabra de entrada



LSTM - Resumen

e (Cuatro matrices de pesos, todas de tamano dh X (dh+dm):

O

O

W.: controla que elementos se van a “olvidar”
W: controla que elementos de la celda de modificaran
W_: controla que valores nuevos “recordara” la celda

W_: controla como combinar la celda y los valores de
entrada para obtener |la salida

e |a salida de la capa oculta h, es la que se utilizara para seguir
el procesamiento, por ejemplo con un softmax



LSTM desde el punto de vista de Jurafsky

Jurafsky & Martin, 3rd Ed. ve la LSTM de forma analoga, pero:

e (Cada entrada y estado se multiplica por matrices de pesos
iIndependientes
e Luego se suman los resultados de esas capas

O

O

O

U. W: controla que elementos se van a “olvidar”
U.W: controla que elementos de la celda de modificaran
Ug Wg: controla qué valores nuevos “recordara” la celda

U, W : controla como combinar la celda y los valores de
entrada para obtener |la salida

Las matrices W operan sobre la entrada, las U sobre el
estado oculto



LSTM desde el punto de vista de Jurafsky
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LSTM desde el punto de vista de Jurafsky

fe =0o(Urhi—1 + Wiy

Todas las ki = cp_1 ft
matrices U

son a, x d, [ tanh(U ht 1+ W, Zlﬁt)
’Lt — (U ht 1 ‘|— WCUt) add gate

forget gate

Todas las Jt = g * Zt
matrices W : siguiente valor
son dh X dW Ct = Jt + kt de celda

or = o(U,hy—1 + Wyoay)
ht — O * tanh(ct)

output gate
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GRU y otras variantes -




LSTM con peepholes

ft — U(Wf-[Ct—13 hy_1; »Tt])
1t = O-(Wi-[ct—l; hi—1; xt])
=2 0y = (W, |Cy; hy—1; 4])

e C(Concatena el estado de celda en cada uno de los pasos (forget
gate, input gate, output gate)

e (Quedan matrices mas grandes para aprender, mas parametros



Combinar iy f

?‘@—P Ot:ft*ct—1+(1_ft)*ét

e \imos que el forget gate elige qué olvidar, y el input gate elige
qué modificar

e Se pueden enganchar ambos para que uno sea el
complemento del otro

e (Quedan menos parametros para aprender



it = O (Wz ' [ht—1,$t])
re =0 (Wr ' [ht—laxt])
he = tanh (W - [ry % hy_1, z¢])

ht:(]-_zt)*ht—l_l_zt*il't

e Gated Recurrent Unit (Cho et al., 2014)

e Combina Cy h, teniendo un solo canal de informacion que se
actualiza con la informacion nueva en cada paso

e Depende del problema, pero en la practica se suelen usar mas
las LSTM originales






ELMO

e Embeddings from Language Models

e Descrito en Deep contextualized word representations (Peters
et al., 2018)

e Una forma de construir embeddings
o Contextuales: embedding de la palabra en contexto

o No solo para palabras: embeddings desde caracteres hasta
oraciones



Embeddings contextuales

e Las palabras no tienen significado unico

o El gato come pescado

o Para cambiar la rueda, levanté el auto con el gato
e Polisemia: ambiguedad en el sentido de las palabras

e Para desambiguar necesitamos contexto

ELMO no es la unica técnica para hacer
embeddings contextuales

También esta BERT: Bidirectional Encoder |
Representations from Transformers

| .



ELMO (antecedente)
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Semi-supervised sequence tagging with bidirectional language models

Peters et al., (2017)



ELMO

e Usa convolucion de caracteres para representar las palabras

e Dos capas de LSTM bidireccionales combinan las palabras
para obtener los embeddings

e Hay una “conexion residual” entre la entrada y la segunda capa

e Se entrena minimizando el loss de prediccion conjunta de la
palabra siguiente (forward LSTM) y la palabra anterior
(backward LSTM)

e Una vez preentrenado, se puede adaptar a otras tareas de
clasificacion de secuencias



ELMO

INCREASE
TASK PREVIOUS SOTA OUR EIMO" (ABSOLUTE/
BASELINE BASELINE RELATIVE)
SQuAD | Liuet al. (2017) 84.4 || 81.1 85.8 4.7/24.9%
SNLI Chen et al. (2017) 88.6 || 88.0 88.7+0.17 0.7/5.8%
SRL He et al. (2017) 81.7 || 814 84.6 32/1712%
Coref Lee et al. (2017) 67.2 || 67.2 70.4 3.2/9.8%
NER Peters et al. (2017) 91.93 +0.19 || 90.15 0222 +0.10 2.06/21%
SST-5 McCann et al. (2017) 53.7 || 514 54.7 + 0.5 3.3/6.8%

Deep contextualized word representations
Peters et al., (2018)
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Redes Neuronales Recurrentes




