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Clasificacién aplicando
aprendizaje automatico
supervisado




Clasificacion con aprendizaje automatico

Tenemos ejemplos anotados (conjunto de entrenamiento)
-D={<d,c>/<d,c> € XxC(C}

- X es el espacio de instancias

 Ces el conjunto de clases
- Una funcion de clasificacion mapea documentos a clases:

Y:X=->C

- Un método de aprendizaje supervisado recibe los ejemplos anotados
y devuelve la funcién de clasificacion




Clasificacion con aprendizaje automatico

o Quéeselconjunto X deinstancias?
e Tweets
e Documentos
[
o Transformar las instancias en unarepresentacion que sirva para
el procesamiento:
e Modelo X como vector de atributos (features):

X = [f1,£2,....fn]

e Habitualmente las herramientas de aprendizaje
automaticorequieren X € Rn




Clasificacion con aprendizaje automatico

e Existen varios métodos para “aprender” la funcion:
o Naive Bayes, SVM, Regresioén Logistica, Arboles de Decision...
e Una vez que tengo la funcién, quiero estimar qué tan buena es:
o Debo estimar sobre datos no vistos: conjunto de evaluacion nuevo,
m pero deberia tener la misma distribucion que el de entrenamiento
o Partir el corpus en entrenamiento (~80%) y test (~20%).
m O entres: entrenamiento (~70%), desarrollo (~15%) y test (~15%).

o Nunca evaluo sobre el corpus de entrenamiento: sobreajuste (overfitting)

o Sitengo pocos datos: cross validation




Classification:

Train, Validation, Test split
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http://slideplayer.com/user/6362872/

Clasificacion con aprendizaje automatico: atributos

Atributos usuales en PLN:

e Atributos para palabras: forma de superficie, lema, terminacion,
POS, pertenencia a una lista, cantidad de letras, etc, etc.

e Atributos para oraciones: incluye palabra de una lista, numero de
veces que aparece una palabra, incluye expresion, largo, etc, etc.

e Atributos para documentos: largo, ocurrencias de cada palabra,
etc, etc.

e Uno de los atributos es la clase objetivo (target class).

La ingenieria de atributos es precisamente obtener esos
atributos a partir de nuestra forma original.




Clasificacion con aprendizaje automatico: atributos

Estrategia usual para convertir categorias a numeros:
one-hot-encoding

idioma: {espanol, inglés, francés} —
Es espanol:{0,1}
Es _inglés:{0,1}

Es francés:{0,1}




Clasificacion con aprendizaje automatico: atributos

En PLN ha sido usual trabajar con atributos de tipo Bag Of Words (BOW)

| love this movie! It's sweet,
but with satirical humor. The
dialogue is great and the
adventure scenes are fun...
It manages to be whimsical
and romantic while laughing
at the conventions of the
fairy tale genre. | would
recommend it to just about
anyone. l've seen it several
times, and I'm always happy
to see it again whenever |
have a friend who hasn't
seen it yet!

(Tomado de Jurafskyetal.)
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Clasificacion con aprendizaje automatico: atributos

En PLN es usual trabajar con atributos de tipo Bag Of Words (BOW):

e Lacantidad de atributos es el tamario del vocabulario.

e Paracadaatributo pongo 0 o1dependiendo si esa palabra ocurre en
el texto (one hot encoding).

e Variantes:

cantidad de ocurrencias

lemas en vez de palabras

ignorar stop-words

n-gramas

©)
©)
@)
©)

Problema: jse pierde informacion sobre el orden de las palabras!




Metodos de Clasificacion

Naive Bayes
Arboles de Decisién
Regresion Logistica
SVM

Redes Neuronales



Clasificacion con aprendizaje automatico: metodos

Nailve Bayes
|dea general:

Estimo si es mas probable que el tweet sea positivo (o0 negativo) en base a las
probabilidades del corpus.

Regla de Bayes: Si el tweet dice... P(positivo) | P(negativo)
P(AlB) — P(B|A) * P(A) / P(B) buenisimo 0.85 0.15
horrible 0.1 0.9

excelente 0.95 0.05




Clasificacion con aprendizaje automatico: metodos

SVM

|dea general: %

Los ejemplos son puntos en cierto
espacio. %

Aprender el mejor hiperplano que
separa los ejemplos negativos de los
positivos.




Redes Neuronales

Nucleus Axon terminal

Soma

(cell body)
Dendrite

Myelin

sheath | .




Redes Neuronales

X2 W2
Entradas = \ .
O |——p y Salida
w
n
Xn /

Neurona de

t McCulloch-Pitts,
1943




Redes Neuronales

L b=w,
X, w,
X, W,
Entradas = \ 0 |—— y Salda
Xn




Redes Neuronales

Funciones de activacion

1
e Funciénsigmoide o logistica: a(z) — . J
—I_ e_z 8 5 <4 2 2 4 6
N e —e ” S / N
e Tangente hiperbdlica: tanh(z) — ~
ez _|_ e—'z

e RelLU: relu(z) = max(0, 2)

(Y hayotras...)
B



Redes Neuronales Multicapa




Redes Neuronales
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Redes Neuronales

Problemas de clasificacion
discretos, queremos que la salida
seaunadistribucién de

probabilidad

Se suele utilizar una capa

softmax Gy €W
P = s

Ultima
capa
oculta

Capa
softmax




Redes Neuronales

Entrenamiento:

e Se define una funcion de pérdida que mide la diferencia entre los

valores predichos y los valores esperados, por ejemplo Error Cuadratico
Medio: 1 N B
MSE = — E (9i — ';l/'i.)z
1=1
e Se busca encontrar los pesos que minimicen la funcién de pérdida
(métodos usuales: Descenso por gradiente, Estocastico,

Backpropagation, ...).

e Problema importante a tener en cuenta: Sobreajuste




Vectores de palabras

e EnPLN trabajamos principalmente con texto.

e LasRNylamayoriadelos clasificadores utilizan valores
numéricos como entrada, por lo que necesitamos una

representacion numeérica de textos:
o palabras

o oraciones

o documentos

e Esdeseable que estarepresentacion numérica tenga propiedades

explotables (e.g. un resultado de distancia interpretable).



Hipotesis distribucional

Enlos 1950s surge la hipotesis distribucional (Firth):

Palabras que aparecen en contextos similares tienden a tener
significados similares

La con queso mas rica es la uruguaya.

Si,esrericala con queso de ese lugar.

Ala con queso mozzarella y salsa le decimos napolitana.
El es una de las estaciones del afno.

iEl es una de mis estaciones favoritas!

En hace pila de frio.

En nunca hace frio.



Matriz término-término

Representa las palabras contando las palabras que las rodean, seglin un contexto.
El contexto puede ser el documento entero (archivo, tweet, pagina web o lo que sea)
pero lo mas comun es tomar

O sea, si X es la palabraa modelar:

palabra_,.. palabra_,palabra_, X palabra palabra,.. palabra,

¢Como quedaria la matriz con el ejemplo anterior y usando N=5?

. o rica | queso | frio | estaciones

La milanesa con queso mas rica es la uruguaya.

Si, es re rica la hamburguesa con queso de ese lugar. milanesa 1 ) 0 0

Ala milanesa con queso mozzarella y salsa le decimos napolitana. hamburguesa 1 1 0 0

El es una de las estaciones del afio. otono 0 0 0 1

. . . verano 1

iEl es una de mis estaciones favoritas! . ; © 0 e
lnvierno 0 0 1 0

En hace pila de frio.

En nunca hace frio.




Word2Vec

En 2013 Mikolov et al. propusieron word2vec, un par de algoritmos
para crear colecciones de vectores de palabras densos (con pocos
Os) y de baja dimensionalidad (tipicamente entre 150 0 300).

Idea: en vez de contar las palabras en una ventana de contexto,
entrenemos un clasificador que prediga qué tan probable es que |a
palabra c aparezca en el contexto de w.

Como queremos que las palabras mas relacionadas tengan vectores
cercanos y las menos relacionadas tengan vectores alejados
necesitamos ejemplos negativos.

Técnica de negative sampling: elegir palabras que no compartan
contexto con w. Por cada ejemplo positivo (w,cpos) tomamos k
ejemplos negativos (w,c

neg)



Word2Vec

Word2Vec

e Elobjetivonoesusarelclasificador entrenado, sino las
representaciones intermedias que se generan dentro de la red
neuronal.

e Lospesosaprendidos en lacapaocultadelaredsonlos valores
que forman el embedding de la palabra w.

e Elentrenamiento es autosupervisado porque los valores
esperados de salida del clasificador quedan determinados por las
palabras que aparecen cerca de w en el texto original (sin
anotaciones de ningln tipo).




Word2Vec: Algoritmo skip-gram

skip-gram intenta modelar las
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(Meyer, 2016)




Word2Vec

Se asocia una palabra (string) a un vector de reales

Vectores mas cercanos tienden a ser semanticamente similares
(similaridad coseno)

A ‘ ‘vx‘reina (7,11)
“Descubre” relaciones entre palabras * ‘re‘y'({,g‘) k
rey - hombre + mujer =reina X mujer (11,4)
uruguay - montevideo + francia = paris hombre (5,2)
=

Se considera palabra a nivel de string, por lo que “vela” =y
“vela” ZA van a estar representadas por el mismo vector




Evaluacion

¢Como sabemos si una coleccion de embeddings esta bien?

jnformacion

INTRINSECOS

o’ de
Recuperacion Chathogs

EXTRINSECOS

Analogias

hombre es a mujer lo que rey a

QHeSﬁOn An Swi

Otros... Traduccién automatica “ting

Analisis de gentimientos

L Andljgs;
Smmd SIS de CMocjgpeg

¢;Cuanto se parece una manzana a un durazno?
Y una silla a una mesa?
Y un camion a una luciérnaga?




Evaluacion

Visualizacion: reducir la dimensionalidad del espacio vectorial y
graficar algunas palabras para ver cdmo se agrupan
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