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Aprendizaje automático

Automatización de procesos de AA
AutoML y MLOps



AutoML



Automatización del Aprendizaje Automático (AutoML)

● Idea: 
Automatizar partes del proceso de construcción de modelos de aprendizaje 
automático para reducir la complejidad y el tiempo necesario.

● Simplifica el proceso general de AA
● Evita la repetición de tareas comunes y tediosas de AA
● Permite evaluar métodos, hiperparámetros y otras alternativas 

○ con mayor velocidad de implementación
○ con menor necesidad de expertise



AutoML vs Manual ML



AutoML - Tareas que puede simplificar

● Selección de Modelo: probar varios algoritmos y configuraciones para determinar cuál 
produce los mejores resultados.

● Preprocesamiento de Datos: automatizar imputación de valores faltantes, la 
normalización de características y la codificación de variables categóricas.

● Ajuste de Hiperparámetros: búsqueda de la combinación óptima
● Optimización del Conjunto de Modelos: construir y combinar múltiples modelos en 

un ensamble para mejorar el rendimiento general del sistema.
● Interpretación de Modelos: capacidades de interpretación de modelos que ayudan a 

entender su funcionamiento
● Despliegue de Modelos: ayuda al despliegue en producción para que otros sistemas 

puedan utilizarlo para hacer predicciones en tiempo real.



AutoML - Algunas plataformas en la nube

1. Google Cloud AutoML
○ Enlace: Google Cloud AutoML
○ Características principales:

■ Permite a los usuarios construir y entrenar modelos de aprendizaje automático personalizados sin necesidad de experiencia en programación.
■ Admite diversos tipos de modelos, como clasificación, detección de objetos, segmentación de imágenes y modelado de series temporales.
■ Ofrece una interfaz de usuario intuitiva y herramientas de evaluación del modelo.

2. Amazon SageMaker Autopilot
○ Enlace: Amazon SageMaker Autopilot
○ Características principales:

■ Automatiza el proceso de construcción, entrenamiento y ajuste de modelos de aprendizaje automático.
■ Utiliza técnicas avanzadas para explorar automáticamente diferentes combinaciones de algoritmos y hiperparámetros.
■ Proporciona visualizaciones y métricas para evaluar y comparar modelos.

3. Microsoft Azure Automated Machine Learning
○ Enlace: Azure Automated Machine Learning
○ Características principales:

■ Simplifica el proceso de construcción de modelos de aprendizaje automático mediante la automatización de tareas como selección de algoritmos 
y ajuste de hiperparámetros.

■ Admite una variedad de tipos de modelos, incluyendo clasificación, regresión y series temporales.
■ Proporciona integración con otras herramientas de Azure, como Azure Machine Learning Studio.

4. DataRobot
○ Enlace: DataRobot AutoML
○ Características principales:

■ Automatiza el ciclo completo de vida del aprendizaje automático, desde la preparación de datos hasta la implementación de modelos en 
producción.

■ Utiliza inteligencia artificial para explorar miles de posibles pipelines de aprendizaje automático y seleccionar las mejores opciones.
■ Proporciona una interfaz gráfica de usuario y API para una fácil integración con sistemas existentes.

https://cloud.google.com/automl
https://aws.amazon.com/sagemaker/autopilot/
https://azure.microsoft.com/en-us/services/machine-learning/automatedml/
https://www.datarobot.com/wiki/automated-machine-learning/


AutoML - Algunas soluciones para usar también localmente

1. Auto-sklearn
○ Enlace: Auto-sklearn
○ Características principales:

■ Implementa un enfoque basado en la biblioteca de aprendizaje automático scikit-learn de Python.
■ Utiliza búsqueda bayesiana y selección de modelos para encontrar automáticamente la mejor configuración.
■ Puede ejecutarse en máquinas locales y en la nube.

2. MLBox
○ Enlace: MLBox
○ Características principales:

■ Ofrece una interfaz de usuario sencilla y un conjunto de herramientas para la automatización del aprendizaje automático.
■ Incluye módulos para la limpieza de datos, la selección de características y el ajuste de hiperparámetros.
■ Compatible con Python y se puede ejecutar localmente o en la nube.

3. TPOT (Tree-based Pipeline Optimization Tool)
○ Enlace: TPOT
○ Características principales:

■ Utiliza algoritmos genéticos para buscar automáticamente el mejor pipeline de aprendizaje automático.
■ Genera código Python para los pipelines descubiertos, lo que permite su inspección y modificación.
■ Se puede ejecutar en entornos locales y en la nube.

4. AutoKeras
○ Enlace: AutoKeras
○ Características principales:

■ Implementa técnicas de búsqueda de arquitectura automatizada para el aprendizaje profundo.
■ Permite a los usuarios definir y entrenar modelos de aprendizaje profundo con un mínimo de código.
■ Es compatible con Python y puede ejecutarse en sistemas locales y en la nube.

https://www.automl.org/automl-for-x/tabular-data/auto-sklearn/
https://mlbox.readthedocs.io/en/latest/
https://github.com/EpistasisLab/tpot
https://autokeras.com/


AutoML - Algunas soluciones para usar también localmente

5. AutoGluon
○ Enlace: AutoGluon
○ Características principales:

■ Desarrollado por AWS y la Universidad de Washington, AutoGluon ofrece una interfaz de alto nivel para el aprendizaje automático.
■ Permite a los usuarios entrenar modelos de aprendizaje profundo y de aprendizaje automático de manera fácil y rápida.
■ Utiliza técnicas de búsqueda automática para ajustar automáticamente los hiperparámetros y seleccionar modelos.

6. FLAML (Fast, Lightweight AutoML)
○ Enlace: FLAML
○ Características principales:

■ FLAML es una biblioteca ligera y rápida para la búsqueda automatizada de hiperparámetros y la selección de modelos.
■ Utiliza técnicas como la optimización de búsqueda aleatoria y el aprendizaje de árboles de decisión para encontrar la mejor 

configuración.
■ Compatible con una variedad de tipos de modelos, incluyendo árboles de decisión, bosques aleatorios y refuerzo de gradientes.

7. H2O AutoML
○ Enlace: H2O AutoML
○ Características principales:

■ Ofrece una amplia gama de algoritmos de aprendizaje automático optimizados automáticamente para cada conjunto de datos.
■ Permite a los usuarios personalizar el proceso de AutoML y controlar los recursos computacionales utilizados.
■ Proporciona una interfaz de usuario basada en web y API para facilitar la integración con otras aplicaciones.

https://auto.gluon.ai/stable/index.html
https://github.com/microsoft/FLAML
https://docs.h2o.ai/h2o/latest-stable/h2o-docs/automl.html


Ejemplo: AutoGLUON sobre series temporales de demanda

Tutorial:  https://auto.gluon.ai/stable/tutorials/timeseries/index.html   

Zoo: https://auto.gluon.ai/stable/tutorials/timeseries/forecasting-model-zoo.html

https://auto.gluon.ai/stable/tutorials/timeseries/index.html
https://auto.gluon.ai/stable/tutorials/timeseries/forecasting-model-zoo.html


Ejemplo: AutoGLUON sobre series temporales de demanda



Ejemplo: AutoGLUON sobre series temporales de demanda



MLOps (Machine Learning Operations)



MLOps (Machine Learning Operations)

● Algunos lo llaman ModelOps (model operations or model operationalization)



MLOps (Machine Learning Operations)

Integración de la ciencia de datos y el desarrollo de modelos de machine learning en los 
procesos operativos y de desarrollo de software

Algunos componentes:

● Automatización del flujo de trabajo
○ ciclo de vida completo desde la adquisición y preparación de datos hasta el despliegue y 

monitorización en producción.



Ciclo completo de vida de proceso de ML 



MLOps (Machine Learning Operations)

Integración de la ciencia de datos y el desarrollo de modelos de machine learning en los 
procesos operativos y de desarrollo de software
Algunos componentes:

● Automatización del flujo de trabajo
○ ciclo de vida completo desde la adquisición y preparación de datos hasta el despliegue y 

monitorización en producción.
● Gestión de versiones y control de código

○ garantizar la reproducibilidad
● Despliegue de modelos en entornos de producción

○ gestión de dependencias, escalabilidad,  monitoreo continuo del rendimiento
● Infraestructura escalable y reproducible

○ servidores, contenedores y orquestadores de contenedores
● Monitorización y mantenimiento

○ rendimiento de los modelos en producción, detección de problemas,  ajustes o actualizaciones a los 
modelos

● Gobierno y cumplimiento normativo
○ gobierno de datos y aseguramiento de la calidad, garantizar la transparencia, la ética y el 

cumplimiento normativo



Algunas herramientas para implementar MLOps

● MLFlow   https://mlflow.org/

●  TFX - Tensorflow Extended   https://www.tensorflow.org/tfx

https://mlflow.org/
https://www.tensorflow.org/tfx


Características generales de las herramientas de MLOps

● Ofrecen módulos que permiten implementar los pasos de proceso

● Pasos se organizan en un grafo dirigido sin ciclos (DAG)

● Capacidad de guardar la información completa de los modelos
○ Datos con los que fue entrenado
○ Partición de datos usada
○ Ambiente de software en el que fue creado
○ Hiperparámetros del modelo
○ Scores de entrenamiento,validación y test
○ Código de software usado

● Histórico de modelos, comparación.

● Facilidad de organizar el despliegue en producción en distintas plataformas



TFX







MLFlow



Componentes principales

● MLflow Tracking: Permite el seguimiento de experimentos, parámetros, métricas y 
resultados de modelos de machine learning. Esto facilita la comparación y la 
reproducción de modelos, así como la colaboración entre equipos.

● MLflow Projects: Proporciona un formato estándar para organizar el código, los datos 
y los entornos de ejecución de los modelos de machine learning. Esto simplifica la 
reproducción y la implementación de modelos en diferentes entornos.

● MLflow Models: Proporciona un formato estándar para empaquetar modelos de 
machine learning en contenedores o en otros formatos compatibles con diferentes 
herramientas de implementación. Esto facilita la integración y la implementación de 
modelos en sistemas de producción.

● MLflow Registry: Proporciona un repositorio centralizado para el almacenamiento, la 
gestión y el seguimiento de modelos de machine learning. Esto facilita la colaboración, 
el control de versiones y la implementación de modelos en entornos de producción.



MLFlow Recipes

● Marco experimental de MLFlow que permite desarrollar rápidamente modelos de alta 
calidad e implementarlos en producción.

● Idea:
○ Los problemas típicos de ML son similares -> Se pueden definir de forma similar a través de una receta
○ Recetas predefinidas para clasificación y regresión

● Receta de clasificación:
ingest -> split -> transform -> train -> evaluate -> register

https://github.com/mlflow/recipes-classification-template
https://github.com/mlflow/recipes-examples

https://github.com/mlflow/recipes-classification-template
https://github.com/mlflow/recipes-examples


Ejemplo de clasificación

https://github.com/mlflow/recipes-examples/tree/main/classification

https://github.com/mlflow/recipes-examples/tree/main/classification





