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Agenda

e Entrenando una DNN

o Desvanecimiento y explosion de gradiente (vanishing and exploding gradient)
o  Aprendizaje por transferencia (transfer learning)
o  Optimizadores
o  Regularizacion
e Redes Neuronales Convolucionales
o Capa de convolucion
o  Filtros de convolucion
o Capade pooling
o Ejemplo de CNN



Entrenando DNN
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Backpropagation (BP)
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Gradiente hacia abajo: Regla de la cadena




Desvanecimiento y explosiéon de gradiente

e BP propaga el gradiente del error de la red de atras hacia adelante.
e BP usa el gradiente para actualizar cada parametro de la red con un paso de GD
e Ocurre seguido

o Gradiente decrece a medida que BP progresa — GD no actualiza las primeras capas de lared —

entrenamiento no converge a una buena solucién — vanishing gradient
o Gradiente crecey crece — muy grande en primeras capas de la red — BP diverge — exploding gradient

Sigmoid activation function

1.2
e Inicializaciones de Glorot, He o Lecun 10 """""" ”
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e Batch normalization
e Gradient clipping
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Batch normalization
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Aprendizaje por transferencia

e Envezde entrenar de zero una DNN, re usar una DNN ya entrenada para una tarea
similar y re usar algunas de sus capas
e Acelerala fase entrenamiento y requiere menos datos
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0 Cost

Optimizadores i

Starting
point

................. Regular
: momentum update

e Optimizadores mas rapidos que el GD regular
¢} Momentum

o  Nesterov Accelerated Gradient >0
o AdaGrad !
o RMS Prop ?f (steep dimension)

o Adam, AdaMax, Nadam AdaGrad

N

e Learning rate scheduling

Gradfent
o Power scheduling Descent aendimendion
o  Exponential scheduling >0,
o  Piecewise constant
o Performance scheduling n way too high: diverges
o  Tcycle scheduling

n too small: slow
n too high: suboptimal
n just right

> Epoch

Start with a high learning rate then reduce it: perfect!




Regularizacion

Modelos muy expresivos (~ entre 10%y 10°

parametros)

Evitar sobreajuste a datos de entrenamiento

Early stopping

Batch normalization
Regularizacién 11y 12
Max-Norm

Dropout
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Resumen

Hyperparameter Default value

Kernel initializer He initialization

Activation function ELU

Normalization None if shallow; Batch Norm if deep
Reqularization Early stopping (+£, req. if needed)

Optimizer Momentum optimization (or RMSProp or Nadam)

Learning rate schedule 1cycle




Redes Neuronales Convolucionales (CNN)



¢Cual es el problema de la redes fully connected?

e ;Cuantos parametros tiene esta red?
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¢Cual es el problema de la redes fully connected?
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® Sitenemos una imagen pequena 32x32
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¢Cual es el problema de la redes fully connected?

e ;Cuantos parametros tiene esta red?
® 3D+ D

® Sitenemos una imagen pequena 32x32
® 3 x(322)2 + 322 ~ 3 x 106

* Dificil de entrenar: sobreajuste, inicializacion

®* Redes de Convolucién: permiten disminuir
numero de parametros forzando invarianzas




Arquitectura de la corteza visual

e Hubel y Wiesel 1961
o Varias neuronas de la corteza visual tienen un pequefio campo receptivo local
o  Los campos receptivos pueden solaparse, proporcionando el campo de visién completo
o Algunas neuronas sélo reaccionan ante lineas con cierta orientacion
o  Algunas neuronas tienen campos receptivos mas grandes y reaccionan a patrones mas complejos
o  Esta arquitectura puede detectar todo tipo de patrones complejos en el campo visual

e Redes Neuronales Convolucionales se inspiran de estos experimentos
o  Capas convolucionales y capas de pooling




Convolucién




Convolucién
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Capa de convolucién

Bloque esencial de las CNN

Neuronas de una capa se conectan sélo a
las neuronas de la capa anterior que estan
en el campo receptivo correspondiente

Neurona localizada en la fila iy columna j
de la capa | se conecta a las neuronas de la
capal-1 entrelasfilasiyi+f -1y entre las
columnasjy j+f -1

El zero padding se usa para mantener el
tamano las capas

Se pueden conectar capas mas grandes a
capas mas chicas saltando de un campo
receptivo a otro (stride)

Convolutional
layer 2

Convolutional
layer 1

Input layer
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Filtros de convolucidon (convolution kernel)

e Los pesos entre neuronas se pueden

representar como una pequefa imagen
de tamaiio igual al del campo receptivo | ke

map 1

e Ejemplo con 2 filtros distintos e

Feature
map 2
-H

" ﬂ'\'\'-rr 1 LAY

e Sitodas las neuronas de una capa
utilizan las mismas conexiones (el
mismo filtro) con la capa anterior,
entonces el resultado es la imagen
filtrada con ese filtro

e Dicho resultado es el mapa de
caracteristicas (feature map) que
sobresalta qué partes de la capa

anterior activa los filtros
e Estos filtros es lo que aprende la CNN



Combinando varias capas de caracteristicas

Convolutional

y . . . Feature o) layer 2
e Una capa de convolucién tiene varios filtros [T/ map 1 ¥
e Tiene tantos feature maps como filtros ok map?
e Hay una neurona por pixel de cada feature Filters &,
map y todas las neuronas de un feature map I,'ij' -~
comparten los mismos pesos L vep 1 Fmpy’ / gzmuuuonau
e El campo receptivo de una neurona es ST Voo = /
tridimensional :

e (Cada neurona en la capaly feature map k es el
resultado de la convolucién entre el k-ésimo

Input layer

Channels

filtro y el tensor comprendido dentro del Red
campo receptivo de dicha neurona Coen
fhilfwz‘lfnfz‘l i =ixs, +u
zZ,.,=b + Xy gy W with
S Fana )k k u=0 V=0 k/=0 l/,],,k/ u,V,k,>k j,=j><$w+v



Capa de convolucién

Convoluciéon de imagen de entrada
(tensor) y filtro (productos internos en
cada posicion de la imagen)

I,

fiter

dxdxc

'l
'\n(au’r: MxNxC



Capa de convolucién

Convoluciéon de imagen de entrada
(tensor) y filtro (productos internos en
cada posicion de la imagen)

X
N
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Capa de convolucién

Convolucion de imagen de entrada
(tensor) y filtro (productos internos en
cada posicion de la imagen)

Liter

dxdxc

C

, a=w'x+b
\n\OUtHXMXC




Capa de convolucién

Convolucién de imagen de entrada
N} (tensor) y filtro (productos internos en
cada posicion de la imagen)
A Y
‘." I ........................... ’
................. .
’ fiter
dxdxc a
w
9XdX3
¢ a=w'x+b

-\(\P\ﬁ'? MxNxC

producto interno entre vectores de

dimension 75 (5 x 5 x 3 )+ bias — escalar



Capa de convolucién

@\l’re;\ .
dxdxc

w
BXBXS

4
dXOXI

oc a=w'x+b|l *
\nPu‘r: Mx N xC activation nMap
M-A+1) x (V-O+1) x 1




Capa de convolucién

dxdxc

Wi
DXBX3

X
Hxox3

. & ai=w/x+b|
\n(ou‘r: Hx gl activation nMap
(M-0+1) x (V-O+1D) x 2




Capa de convolucién

fiter -y
dxdxc

Wi
HxXHx3

X
OXox3

D ai=w/x+bl "
\nPqu: Mx b xC activation nMap
M-0+1) x (V-0+1) x 3




Capa de convolucién

activation Map =

"new '\maﬁe“
M-0+4

fiters

C
: T .
\n(ou’r: MxbxC ai = W; X + b | activation Map

M-0+1) x (V-0+4) x M




Capa de convolucién: convolucion

—

activation Map =
"new '\maﬁe"

fiters

M-0+4

-
: T .
\n(ou’r: MxbxC ai = W; X + b | activation Map

(M-0+4) x (V-G x m
hi =g(a)]|




Capa de convolucién: convolucidn + activacion

‘ activation map  output layer
m(au’r: MxxC M-0+4) x (-G x ™



Capa de convolucién: convolucidn + activacion

'\n‘a\.\’r conv-laﬁer% conv—latjer—.'z conv—laﬁer—s conv—-laﬁer—n



Visualizacion de los feature maps

Low-Level m Mid-Level _.High-LeveI Trainable
Feature Feature Feature Qassifier

Feature visualization of convolutional net trained on ImageNet from [ Zeiler & Fergus 2013]

Ejemplo tomado de charlas de Y. Lecun.



Capas de pooling

e Comprime (sub-muestreo) de la representacion
® Opera en cada mapa de activacion (canal) por separado




Capas de pooling

e Comprime (sub-muestreo) de la representacion
® Opera en cada mapa de activacion (canal) por separado

M/2xN/2xC

MxNxC



Capas de pooling

e Comprime (sub-muestreo) de la representacion
® Opera en cada mapa de activacion (canal) por separado

3 4(-2 1 /\
2012 max pooling ke
1 -2|2 6 soporte: 2x2 816
0 8|3 5 paso (stride): 2




Capas de pooling

e Comprime (sub-muestreo) de la representacion
e Opera en cada mapa de activacion (canal) por separado

3 4|2 -1 .

2 0l1 2 | 1.25| 0
avg pooling

1 -212 6 soporte: 2x2 175 4

0 8l3 5 paso (stride): 2




Ejemplo de CNN tipica

=%

N
R

Convolution

Pooling Convolution Pooling

:
-
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Fully connected

>




CNN simple para el problema de clasificacion de Fashion MNIST

model = keras.models.Sequential([

keras.layers.Conv2D(64, 7, activation="relu", padding="same",
input_shape=[28, 28, 1]),

keras.layers.MaxPooling2D(2),
keras.layers.Conv2D(128, 3, activation="relu", padding="same"),
keras.layers.Conv2D(128, 3, activation="relu", padding="same"),
keras.layers.MaxPooling2D(2),
keras.layers.Conv2D(256, 3, activation="relu", padding="same"),
keras.layers.Conv2D(256, 3, activation="relu", padding="same"),
keras.layers.MaxPooling2D(2),
keras.layers.Flatten(),
keras.layers.Dense(128, activation="relu"),
keras.layers.Dropout(0.5),
keras.layers.Dense(64, activation="relu"),
keras.layers.Dropout(0.5),
keras.layers.Dense(10, activation="softmax")

D



Layer Type Maps Size Kernel size Stride Activation

LeNet-5 Out  Fully connected

F6 Fully connected

10 - - RBF
84 - - tanh

&) Convolution 120 1x1 5x%5 1 tanh
S4 Avg pooling 16 5x5 2x2 2 tanh
a Convolution 16 10x10 5%5 1 tanh
S2 Avg pooling 6 14x14 2x2 2 tanh
q Convolution 6 28x28 5x5 1 tanh
In Input 1 32x32 - - -
—— C3: f. maps 16@10x10
g\ggg 6 @-Zggzuefe maps B S4: f. maps 16@5x5

6@14x14

I
| Full conrlection ‘ Gaussian connections

Convolutions Subsampling Convolutions Subsampling Full connection

Fig. 2. Architecture of LeNet-5, a Convolutional Neural Network, here for digits recognition. Each plane is a feature map, i.e. a set of units
whose weights are constrained to be identical.



CNN
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-pool)x3-FC-softmax

(conv-relu-conv-relu

® 17 capas 7000 parametros, filtros 3 x 3, pooling 2 x 2

e ConvNetdS:

http://cs.stanford.edu/people/karpathy/convnetjs/demo/cifar10.html


http://cs.stanford.edu/people/karpathy/convnetjs/demo/cifar10.html
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