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Regresién lineal simple. Primer Ejemplo

Objetivo: Establecer una relacién entre una variable dependiente Y y una variable independiente
x para poder hacer predicciones sobre Y cuando se conoce a x.

Ejemplo: Rendimiento de un producto quimico en funcién de la temperatura.

Temp(°C) | Rend (%) °
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Temperatura (grados celcius)

Se quiere expresar por medio de una ecuacién la relacién entre las variables x e y, mediante
y = f(x) con f a determinar. La gréfica sugiere una relacién lineal.
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Regresién lineal simple. Primer ejemplo

Planteo del modelo lineal:

La obtencién de una ecuacién exacta y = f(x) no siempre es posible e y puede depender de otros
factores (fendmenos aleatorios). Se tendrd entonces un error aleatorio € debido a variables y a
factores no tenidos en cuenta, obteniendo de esta manera un modelo probabilistico para nuestro

problema:
Y =f(x)+e

siendo ¢ el error aleatorio.

Volviendo a nuestro problema, nos proponemos hallar un modelo del tipo:

Y = Bo + B1x +e
—_——

f(x)
donde

@ Y es la variable aleatoria dependiente, que se querra predecir,
@ x es la variable independiente, que se usa para predecir,
@ Bo y B1 son pardmetros desconocidos.

@ ¢ es un error aleatorio.
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Regresién lineal simple. Primer ejemplo

Planteo del modelo lineal:

Buscamos entonces la “mejor recta” seguin algln criterio de manera que pase lo mas cerca
posible de los puntos. En este contexto, el experto elije varios valores xi, ..., x, de la variable X
y observa los valo/r\es cqrespondientes Yi,.--,Yn de la variable aleatoria Y.

Queremos hallar 3y y 31, estimadores de 3y y B1, que minimizan la suma de los errores
cometidos al cuadrado:

n
> (i = (Bo + Brxi)?
i—1 D e ——
e
e; es la diferencia entre el valor y; observado ( donde “cae el punto”) y el valor y; predecido por
el modelo (donde “tendria que haber caido”).

De esta manera, habiendo obtenido By y (31, para un valor xg de la variable independiente se
podrd predecir por el modelo lineal el valor yy de la variable dependiente mediante

Yo = Bo + Bixo

M.Bourel (IMERL, UdelaR) Probabilidad y Estadistica 2017 2 de noviembre de 2017



Regresién lineal simple. Primer ejemplo

Método de los minimos cuadrados

Una manera de minimizar el error e; = y; — y; consiste en minimizar la suma de los errores
elevados al cuadrado, o la suma de los cuadrados residuales (SCR):

SCR = Xn: &?
i=1

Si el SCR es pequefio el ajuste es bueno, y si es grande el ajusto es malo.

En el caso de una recta vamos a querer hallar Sy y £1 que minimicen

n

> i = (Bo+ Bix))?

i=1
Mas adelante, veremos que si el grafico de los puntos infieren que el modelo es cuadratico, vamos
a querer hallar 8o, 51 y B2 que minimicen

S i = (Bo + Brxi + Bax?))?

i=1
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Regresién lineal simple. Primer ejemplo

Método de Inos minimos cuadrados
Derivamos > (yi — (B1x + ,80))2 respecto de 31 y de [y e igualamos a 0:
i=1

0 (i( yi — (Bixi + 50))2) =-2 é:l(}/i — (B1xi + Bo))xi =0

ap \ =
a < 2 e & . — X. f—
%50 <§( yi — (Bixi + Bo)) ) = 2,_:21(}// (B1xi + Bo)) =

Despejamos [y de la primera ecuacién y sustituyendo en la segunda obtenemos los estimadores
MC (minimos cuadrados) o LS (least squares):

n
2 =x)yi =)
5, = =1 _ cov(x,y) _ cov(x,y) sy b=y Aix
n 2 s2 SySx  Sx
'Zl(Xi - X) —
= r
_ 1 n _ 1 n 1 n - .
donde y = = _Zlyf, X= len cov(x,y) = ;55 _Zl(Xf =X i —Y)
= = =
1 v 1 v
Sx = n—1 _Zl(X: - X)27 Sy = n—1 X:I(YI - }/)2
= =

Es facil ver que el punto encontrado es un minimo.
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Historia

Karl Pearson (1857-1936, matemdtico britdnico) observé la estatura de 1078 padres (x) e hijos

().

Los promedios son X = 171,9 cm ey = 174,5 cm, los desvios sy =7cmys, =7,2cm,y r =0,5

M.Bour

-

TABLE XXIL
Father's Stature and Son's Stature.

Father's Stature.

Son's Stature.

H sleleelalelale] |

113 F1%1 T T 1T [T | otas |
d1d ] L4 td [ pd]didd

HE Bl |8 |8 |k|k|R|% |

ors | = — =T 7 o A S

605615 = =i [ ==zl =| 1

2| b | — - | -~ l ~ | = 35

25 198 — 2% -=|- 205 |

e B B ) e 44

T 53| 38 | e 202 ﬁ| - |12] 83

3 Pl I I Ol el el el I

15 195 (125 ‘1!‘7‘ 385 5 (1 — | =] 480 |

2 B3 B3 (B3] 33°|e3 |das| = | | 153

= 3 [ (315 |10 |35 (298] — [1 | 190

5 | s [03s[33° | v |1 | 130

1 s (8 s |1 (1 |oso |

1 s (275] 5| — | ‘@0 |

B85 835| 5| 5| 420

AL IR

B e a1

i i o

T 2] 8

A 53

| i = HE R R

T e ors [ [ [wro] [ [ @ [« [os ]

d y Estadistica 2017

HET] Y NV NosuvEg Y

oy




Historia
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Observando que la recta de regresién se puede escribir como

y =¥ =FH(x-%)
se obtiene
y—y =0,51(x —X)
Si un padre tiene altura x, entonces
@ Six>Xentoncesy >y peroy —y < X — X.
@ Six<Xentonces y <y peroy —y <X — X.

lo cual tiene la siguiente interpretacién: los hijos cuyos padres tienen una estatura superior al
valor medio, tienden a igualarse a éste, mientras que aquellos cuyos padres son muy bajos tienden
a reducir su diferencia respecto a la estatura media, es decir, “regresan’; al promedio.
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Regresién lineal simple. Primer ejemplo

Volvemos a nuestro problema inicial:

>X=cbind(seq(100,190,10),c(45,51,54,61,66,70,74,78,85,89))

> X=as.data.frame (X)

> colnames(X)=c("Temp","Rend")

> plot(X,xlab="Temperatura (grados celcius)",ylab="Rendimiento",
main=paste("Primer Ejemplo"))

> a=1m(Rend”Temp,data=X)

> summary (a)

> abline(a,col="red",lwd=2)

Call:

Im(formula = Rend ~ Temp, data = X)

Residuals:
Min 1Q Median 3Q Max
-1.3758 -0.5591 0.1242 0.7470 1.1152

Coefficients:

Estimate Std. Error t value Pr(>lt|)
(Intercept) -2.73939 1.54650 -1.771 0.114
Temp 0.48303 0.01046 46.169 5.3be-11 *x**

Signif. codes: O 7#x%x? 0.001 7**? 0.01 ?x? 0.05 7.7 0.1 7 7 1

Residual standard error: 0.9503 on 8 degrees of freedom
Multiple R-squared: 0.9963, Adjusted R-squared: 0.9958

F-statistic: 2132 on 1 and 8 DF, p-value: 5.353e-11
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Regresién lineal simple. Primer ejemplo

La ecuacién de la recta es
y = —2,74 4+ 0,48x

Primer Ejemplo

o
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La funcién Im

Vamos a tratar de entender un poco mas esta funcién y de ver las distintas posibilidades de hacer
regresion lineal.

La linealidad es sobre los coeficientes del modelo, es decir, el modelo es lineal en los pardmetros
Bo, B, - - -, Bq que se quiere hallar:

Q yi = Bo + Pixi1 + Baxiz + € es lineal

Q yi = Bo + Bixi1 + Baxiz + B3xE + Baxizxis + € es lineal

Q yi = Bo + B log(xi1) + B2 cos(xj2) + B3x3 + Baxizxis + € es lineal.

Q@ yi = Bo + Bisin(Baxin) + Box2® + e NO es lineal.

Con el R, las funciones que se usan son:

>1m(y~x1+x2) #para el modelo y=axl+bx2+c
>Im(y~I(x1+x2)) #para el modelo y=a(xl+x2)+c
>1lm(y~poly(x,2)) #para el modelo y=ax 2+bx+c
>1m(y~x-1) #para el modelo y=ax
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Ejemplo

Se quiere modelar la relacién que existe entre el salario Y (en millones de dolares) y la cantidad
de afios de experiencia x de profesionales y obtener un intervalo de confianza al 95 % para Y
cuando x = 10.

Nuestra base de datos consiste de 143 observaciones:

>profsalary <- read.table("profsalary.txt",header=TRUE)
>attach(profsalary)
>plot (Experience,Salary,xlab="Years of Experience", main=paste("Salary data"))

Salary data
9,° 0 8 > head(profsalary,10)

o 9038058820 o 8° Case Salary Experience
2 0885788 0o 0 0% oo 1 26
Sg°8Eo” 8°50 2 69 19
g °° 3 73 22
¢ 8 o o8 4 69 17
a § o 5 65 13
. o8 o 6 75 25
© 7 66 35
Q0 8 66 16
o .55 9 67 16
0T 10 69 16

T T T T T T T

5 10 15 2 25 30 35
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Ejemplo

Claramente esta relacién no es lineal y no seria adecuada el modelo de regresién lineal simple
Y=08+pbix+e

siendo Y el salario y x la cantidad de afios de experiencia. Claramente el ploteo sugiere un

modelo de regresién polinomial cuadratico
Y =Bo+Bix+BaxP+e

>m2 <- lm(Salary~Experience +

>ml <- Im(Salary~Experience) . -
>abline(ml,col="red",lwd=2) I(Experience2))

Salary data
i Salary data

Salary
Salary

Years of Experience

e noviembre de 2017
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Ejemplo

Acd vamos a graficar los errores (estandarizados) cometidos por cada modelo.

>par (mfrow=c(1,2))

>plot (Experience,ml$res,xlab="predicciones",
ylab="residuos estandarizados",main=paste("modelo 1"))
>plot (Experience,m2$res,xlab="predicciones",
ylab="residuos estandarizados",main=paste("modelo 2"))

modelo 1 modelo 2
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g o 80 ®° & o 4% o0 %9000
5 o o008 5 ® " 00 . ‘ .
S 0% 0% ° So ““9"0@ El segundo modelo pareceria mds adecuado:
S o o 3 oo .
2 >0 2 o |o o o o no hay patrén en cuanto a los errores come-
o 5 o o ® © @ & 9
2 77 g 0® o o00° © tid
=1 o =1 oo 1dos.
2 ® &, b} oo
8 [ 8 S
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Ejemplo

> summary (m2)

Call:
Im(formula = Salary ~ Experience + I(Experience”2))

Residuals:
Min 1Q Median 3Q Max
-4.5786 -2.3573 0.0957 2.0171 5.5176

Coefficients:

Estimate Std. Error t value Pr(>lt|)
(Intercept) 34.720498 0.828724 41.90 <2e-16 *x*xx
Experience 2.872275 0.095697 30.01 <2e-16 **x*

I(Experience”2) -0.053316 0.002477 -21.53 <2e-16 *xx

Signif. codes: O 7**x7 0.001 7*x? 0.01 7*? 0.05 7.7 0.1 7 7 1
Residual standard error: 2.817 on 140 degrees of freedom
Multiple R-squared: 0.9247, Adjusted R-squared: 0.9236
F-statistic: 859.3 on 2 and 140 DF, p-value: < 2.2e-16

>
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Plan

© Regresion lineal miltiple
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Generalizacidon

Ecuacién fundamental:

“observacion” ="“modelo” + “error aleatorio”

Y=FX)+e
Los modelos de regresién utilizan la ecuacién anterior suponiendo que el modelo es lineal.
En todo lo que sigue, consideramos una serie de datos {(x1, y1), (x2,¥2),- -, (Xn, ¥n)}:
=l “Mejor recta” y = [Bi1x + Bo de manera a mi-
J n
nimizar SCR = ||e||2 = > e = ||Y — XA |?
i=1
donde
yi 1 x e
1 x
Y2 _ 2 Bo N €2
: Do B :
Yn 1 X 8 €n
N———
Y X e

2 de noviembre de 2017 19/
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Generalizacidon

M3ds generalmente podemos querer buscar el “mejor polinomio” de grado d

-1
y = Bax? 4+ Byg_1x? "+ 4 Bix + Bo
que se ajusta a los datos.
Por ejemplo la pardbola de minimos cuadrados que ajusta un conjunto de puntos:

g : -
8l 5 : 2 : i
9 : 2
AL i y = Bo + f1x + Bax
N
. e o\ (imodelo lineal en los coeficientes!)
: P ¥2 Lo X Bo 2
4 H i f [ . = . . . B1 + .
o4 - A : o B2 :
° : Yn 1 Xn Xr21 €n
2 B -
1+ i q Y X ‘
L T A B Y
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Generalizacidon

De la misma manera que para la regresién lineal simple, si £ = {(x1,y1),...,(xn,¥n)} se quiere
Bo
B
hallar un vector 8 = P2 € Rt que minimice la funcién
Bd
n
Z(yf —(Bo + Bixip + -+ + ﬁdXid))2
i=1

Hallamos entonces un hiperplano de regresién y podemos ver el problema como un problema de
proyeccién ortogonal.

n
Observe que Y (yi — (Bo + Bixip + -+ + ,de,-d))2 =Y — XB||? y por lo tanto el problema
i=1

original se transforma en un problema de algebra lineal siendo:

1 X1 .- xg 1 Bo
1o - Xy 2 B1

x=1 . . ) ) v = . €RrR", 8= . e r9+1
1 Xp1 ce Xnd nx(d+1) Yn Bd
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Generalizacidon

El estimador minimos cuadrados se basa en la siguiente propiedad de la proyeccién ortgonal: si
v € Rt y S es un subespacio de R9*! entonces

[lv—=Ps(W)[<|lv—s|l VseS
Acé consideramos como subespacio S al subespacio generado por las columnas de X y notaremos
S=(X) eR".
Observar que el complemento ortogonal de S es
St =(X)t ={veR": X'v=0g41} = N(X')

Prueba: v € (X) L ooves ortogonal a todas las columnas de X <> v es ortogonal a todas las filas de X’

e X'v=0p401 & ve NX)
Buscamos entonces 8 € RI*1 tal que X3 = Ps(Y). Entonces:

Y —XB=Y—Ps(Y)=Ps.(Y)

Entonces —~
X'Pgi(Y) = 0gas1 & X' (Y = XB) = Opas1 & X'Y = X'XP3
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Generalizacidon

A la expresién X'Y = X’XB se le llama ecuaciones normales. Si X es de rango completo, es
decir rg(X) = d +1 o N(X) = {Oga+1}, entonces la solucién por el método de los minimos
cuadrados es Unica, pues en este caso X’X es invertible y por lo tanto

B=(X'X)"1X"Y

Si el rango de X es r < d + 1 entonces el sistema es indeterminado y la solucién no es tnica y
consideramos

B=(X'X)"X'Y
donde (X’X)™ es una pseudo inversa de X'X y verifica (X' X)(X'X)™(X'X) = (X'X).

Interpretacion geométrica

lle][2=e’e = [|Y — XB][? es minimo v/ e
cuando

XB=Puy(Y)=Y

Entonces
@ e =Y — Y es ortogonal a (X),
® X'e = Ogdn1
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Supuestos: condiciones de Gauss-Markov

Volvemos a la regresidn lineal simple. Hasta ahora el método de los minimos cuadrados es
andlitico. Veamos donde interviene la estadistica.

Suponemos que xi, ..., X, son constantes. Supongamos que los errores e; provienen de una
variable aleatoria € e impondremos que estos errores verifiquen las condiciones de Gauss-Markov:

(1) E(e;) =0
= E(y;) = Bix;i + Bo
Vi=1,...,n

No queremos que se dé esta situacién:

M.Bourel (IMERL, UdelaR) idad y Estadistica 2017
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Supuestos: condiciones de Gauss-Markov

(2) Var(e;) = E(€2) = 02 (cte)
Vi=1,...,n
(propiedad de homocedasticidad)

No queremos que se dé esta situacién
(heterocedasticidad):

Densidad

Variable Variable
Dependiente

’Z[‘[L Dependiente
¥

Densidad

B+

Variable(s y
Independiente(s)

Variable(s) ™
Independiente(s)

Figura: homocedasticidad Figura: heterocedasticidad
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Supuestos: condiciones de Gauss-Markov

(3) Las observaciones deben ser incorrelacionadas.

Todo esto se puede resumir como

E(e) = Ogn Var(e) = o2,
€1
€2
donde ¢ = . y Var(e) es la matriz de varianza-covarianza de e.
€n
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Resumen general

En resumen:
La expresion general del modelo lineal es:

Y = XB +e
~
7(X)

y la estimacién:
Y =XB

donde B es la estimacién del vector 3 obtenida por el método de los minimos cuadrados.

Si suponemos las hipétesis de Gauss-Markov, el modelo lineal Y = X8 + € cumple que

E(Y) = X3

Si ademas de suponer las condiciones de Gauss-Markov sobre los errores, se tiene que
€; ~ N(0,0%) y que €1, ..., €, son independientes, entonces decimos que el modelo es normal y

se tiene que:
Y ~ Np(XB,021)
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Ejemplo: regresién lineal simple

Del modelo Y = X3 + ¢, deducimos que matricialmente:

p%1 1 x er
y2 _ 1 x <%)+ €
: Do h :
Yn 1 xp en
n nx 3 ny
Entonces (X'X)B=X'Y & | o éxg ( 5[1) ) = i:ilxiy’_

Por otro lado L L ) B
(X'X)T= = ( XX =X )
ns2 —X 1
La recta de regresién en este caso es L
Y = Bo + Bix
siendo los estimadores:

o

(i =X)(yi =)

~ — Sx S -~ — oy
Blzlln—:%:rl Ozy_ﬂlx
Sli-x2 o F ¥
i=1
La recta de regresién se expresa también como
y—7=B1x—%)
y por lo tanto para todo i = 1, . .., nse tiene que yj — y = El(x,- — X) y por lo tanto >°(y; — 7)2 = E%Sx.
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Ejemplo: regresién lineal simple

Por otro lado: Var(B) = ( co\;a(r,@(\f%l) Co\‘//a(r(o,lf;l) ) =o2(X'X)"1

Identificando se tiene:

( var(Bo)  cov(Bo, B1) ) _ 2 1y g -z
cov(Bo.B)  var(Br) ;

donde X = % Sxiyy= % >~ yi (medias muestrales);

s2 = % S(xi —Xx)2%y sf = %Z(y,- —¥)? (varianzas muestrales);

o= = 5 (Zx)° = Sl — %) = ns}.

Entonces:

Q E(Bo)=foy

X =2
s.e(,@\o)2 = var(Bo) =52 (1 + L) _ SCR (1 n L)
n—21\n S
@ E(B1)=p1y L ser s
se(Br) = var(Br) =* o = 5

M.Bourel (IMERL, UdelaR)
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Regresion lineal simple. Descomposicidn variacién

Con nuestras notaciones, si y; es la prediccién de x; por el modelo, se verifica lo que llamamos la
descomposicién de la variacion:

SNpi-v2 = Si-%)? + D.i-v?
i=1 i=1 i=1

——— ———

Variacién total VT Variacién no explicada VNE  Variacién explicada VE

En efecto:

S =R = S =55 -9 = S 5P+ 20 - 9P+ 2D = 55~ )
i= i= 1= = i=1

o

n n n n n

porque _Zl(y/ -y -y = _Zl(yi — V)i _7.21(” -y)= _Zle;?; —Y_Zle; =0-0=0
= = 1= = =

Entonces:

n
© La variacién total es VT = 3 (y;i —¥)> = S,
i=1

n
@ La variacién no explicada por la regresién es VNE = > (y; — 7:)? = SCR
i=1

n
© La variacién explicada por la regresién es VE = > (¥; 7;)2 = Efsx = SSR
i=1
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Regresion lineal simple. Descomposicidn variacién

De la descomposicién de la variacién tenemos que:

S, = SCR + S, .

——
SSR
Mds ain:
SCR=(1-r?s,
donde r es el coeficiente de correlacién muestral entre x e y.

n _ s2 s2
SCR=3(yi~ 72 =S — BiS =Sy~ ¥ S =5, - 2 =5,— 175, = (1- )5,

i=1 %
De la cuenta anterior tenemos

S, = SCR + BS. = SCR + 1?5,

Por otro lado una estimacién de o2 es
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Regresién lineal simple. Coeficiente de determinacién R?

La proporcién de variabilidad explicada por el modelo es el coeficiente de determinacion :
n

/\'772
" ve VY _VT-VNE _ SCR

Tvr T2 _ -
_Z:l(}’i*}’)z

VT Sy
El coeficiente de determinacién R? es una medida de la bondad del ajuste, suponiendo que el
modelo es lineal. En el caso de la regresidn lineal simple coincide con r2.

@ Observar que 0 < R? < 1: si el valor de R? es cercano a 1 entonces gran parte de la
variabilidad es explicada por el modelo, mientras que si estd cerca de 0, una parte
importante de la variabilidad no estd explicada por el modelo (es probable que el modelo no
sea adecuado).

@ Cuidado que el R? no es una medida de adecuacién del modelo. Es una medida de cuan
significativo es el modelo una vez que establecimos que responde a un modelo lineal. Para
ver si el modelo se ajusta a un modelo lineal, se usa el test Lack of Fit (LOF) cuando
tenemos réplicas.

@ Puede ocurrir también que la presencia de algtin outlier implique que R? es bajo y hacernos
pensar que el modelo no es bueno cuando en realidad si lo es.

@ Para corregir el peligro de sobreajuste se define el coeficiente de determinacién ajustado
como SCR )

— n—
22| SCR/(n—2)
S,/(n—1)

Si R? y R” son muy distintos es que el modelo fue sobreajustado e inducirnos a mirar de
mds cerca las variables y/o cambiar la cantidad de términos.
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Regresion lineal simple. Coeficiente de determinacién R?

<] R2=0.3842 . Comportamiento del R? con y
. sin un dato «outlier» en la
variable Y.

RZ = 0.9442

® 24
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Regresion lineal simple. Coeficiente de determinacién R?

x ¥y x y x y x ¥y v v
10 808 | 10 914 | 10 746 | 8 65 - T o
8 695 8 814 677 | 8 576 ’ -
13 758 | 13 874 |13 1274 | 8 77 . "
9 881 9 877 9 7.11 8 8.84 1 . § - 7 -
11 833 |11 92 |11 781 8 847 -
14 99 |14 810 |14 88 | 8 704 -1 - =7
6 7.24 6 613 |6 608 [ 8 525 - -
4 a2 4 310 (4 539 [19 125 1 1
12 1084 | 12 913 |12 815 | 8 55 =
7 482 7 726 | 7 642 | 8 791 . e ind o - -
5 5.68 5 474 5 5.73 8 6.89 - -
Xx=9;y=1.50,
2 _ . Q2 _ - F—
S2=10; S2=3.75 )
=1 s -4 e
r = 0.816. e =
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Tabla de significancia modelo

En la regresién lineal simple, se quiere testear si hay relacidn de linealidad entre Y y X. El test es:

Hp : No hay relacién lineal
H; : Hay relacién lineal

Source | grados libertad Sum. Squares Mean Square F
n
Modelo 1 SSR =3 (yi —y)? MSR=SSR/1 MSR/MSE
i=1
Error n—2 SCR =Y (yi — vi)? MSE= SCR/(n — 2)
i=1
n
Total n—1 SST =5, =3 (yi—y)?
i=1

El estadistico F = MSM/MSE con el que se testea la hipdtesis nula 81 = 0 contra la hipdtesis
B1 # 0 tiene distribucién F con 1 y n — 2 grados de libertad.

Un valor de MSE pequefio indica que el model ajusta bien (¥; ~ y;), en cambio un valor grande
de MSE indica que el modelo no seria razonable.

Se rechaza Hy si F > Fa(1,n—2).
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Regresion lineal simple. Inferencias sobre los paramétros

Supongamos el modelo Y = By + 51X + ¢

Prueba de hipotesis sobre la pendiente
Con hipétesis de normalidad sobre los residuos se testea:

Ho : B1 = b
Hi: b1 # b1
cuyo estadsitico es T; = Libl
s.e(B1)
i sica: | Bizbi
Regidn critica: ‘s.e(él) > th—2(ct/2).

Observacion: En el caso by = 0, con un p—valor pequefio podemos inferir que existe una relacién
entre Y y X. O sea, un resultado significativo que rechace Hy puede implicar que el modelo lineal
sea adecuado, pero podria ser que no lo sea igual (no confundir significacién de la regresién con
causalidad). Por otro lado, es equivalente al test F, pues

B B BVS _ [SSR JF

3.y SCR_ sck. V MSE —
s-¢(51) 25\ -2 S

Intervalo de confianza al 100(1 — «) % para f31:

[B1 = ta-a(@/2)s.e(B1). B + ta-2(c/2)s.e(B0)]

T =
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Regresion lineal simple. Inferencias sobre los paramétros

Prueba de hipotesis sobre el intercepto
Con hipétesis de normalidad:

{ Ho : Bo = bo
Hy @ Bo # bo

Region critica: ‘fi(_/?[;o)‘ > tp—2(cr/2).

Intervalo de confianza al 100(1 — «) % para (o:

[Bo = ta—a(e/2)5.e(Bo). Bo + ta-2(ct/2)s.e(F0)]

Intervalo de confianza al 100(1 — ) % para o2

Se prueba que un estimador para o2 es 52 = "fg‘il. Como SCR/c? ~ x2_,, se tiene que:

{ SCR SCR ]
X%72(Q/2) ’ Xf,,z(l —a/2)
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Ejemplo simulado

Simulemos 150 datos que provienen del modelo

Y =2+43X+¢€ e~ N(0,50)

Datos y recta de regresion

>x=1:100 S | y-20944168x+5.923379 o o@
>X=sample(x,150,replace=T) ®
>Y=2+3*X+rnorm(150,0,50) g
>modelo=1m(Y~X) .
> modelo & 7
> 34
Call: -

Im(formula = Y ~ X)

100
1

Coefficients: 8 1
(Intercept) X
5.923 2.944 °7
T T T T T T
0 20 40 60 80 100
X
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> anova(modelo)
Analysis of Variance Table

Response: Y

Df Sum Sq Mean Sq F value Pr(>F)
X 1 1097949 1097949 2269.6 < 2.2e-16 *x*x*
Residuals 148 71598 484
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> summary (modelo)

Call:
Im(formula = Y ~ X)

Residuals:
Min 1Q Median 3Q Max
-51.064 -16.705 0.299 14.702 64.734

Coefficients:

Estimate Std. Error t value Pr(>ltl)
(Intercept) 5.9234 3.6476 1.624 0.107
X 2.9442 0.0618 47.640 <2e-16 **x*

Residual standard error: 21.99 on 148 degrees of freedom
Multiple R-squared: 0.9388, Adjusted R-squared: 0.9384
F-statistic: 2270 on 1 and 148 DF, p-value: < 2.2e-16
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Para ver los residuos y verificar supuesto de normalidad y de iid:

> modelo$res
> rstudent (modelo)

Si un punto tiene residuo studentizado (e;/s.e(e;)) mayor que 2 en valor absoluto entonces el
punto es sospechoso.

™ — o
> plot(modelo$fitted,rstudent (modelo), °
\Y
xlab="predicciones", 2 o 0% o
kel o® o oo o o &
8 -4 o 4 o 08 o ° o
. . ] =) o
ylab="residuos estandarizados") 2 g®° °o o 85 ® o
v o
2 o7, 0800 © 0" o o 00
@ o8 0, ® e °
S o ©00 00& coe 050
kY hes o
> abline(h=2,col="red") 2 °o % ©° S8 o of
o - do o [SIFe) o o) )
I Co
o 0 045 0 S
. % @ °
> abline(h=-2,col="red") o ° o o
o
1 o °
o
T T T T T T T
0 50 100 150 200 250 300
predicciones
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> par (mfrow=c(2,2))
> plot(modelo)

Residuals vs Fitted Normal Q-Q
Pl @
o | 032 ERCEE 320
© 07 S 70
- B N
o o °o © ggg 8
g S 3 3 ]
@ N o 4
fo) o el
[N g i
8 5 9,
[ « T T T T T
-2 1 0 1 2
Fitted values Theoretical Quantiles
- Scale-Location Residuals vs Leverage
5 @
2 ©
3 2 2 27
2 o o
o 3 o
o = - -
o - o
g * 5 "] om0
o T -
s 3 § s P %9"@% o8
5 o S 1--- ‘Cooﬁ'g’dlstance,go
2 s & T
0.000 0.010 0.020
Fitted values Leverage
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>res=resid(modelo)

>par (nfrow=c(1,2))

>plot (res,main=paste("Plot de los residuos"))
>hist (modelo$res,breaks=10,col="red",proba=T)
>xfit=seq(min(res) ,max(res),length=31)
>yfit=dnorm(xfit,mean=mean(res),sd=sd(res))
>lines(xfit,yfit,col="blue",1lwd=2)

Plot de los residuos Histogram of modelo$res
o]
(=
©
o
wn
o o ° 5 B
<+ o
% 0© o
o, 0©®
o b~ oo %50 °
< (P%o B0 o
" ® oOOo (z()ﬁ Q)o % )
8 08% 28.8%% & ©
o — o, o @00 O%o [a]
00 500 0. ® Do
o Q o 0
§{%¢ goo ;8 O(:J 3
[ 00008 o o =]
o%0 o o o
2 ° % °
1 o ° o
o °© 8
T T T T o
0 50 100 150 -60 -20 20 60
Index modelo$res
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También se puede aplicar el test de Shapiro Wilks

> shapiro.test(res)
Shapiro-Wilk normality test
data: res

W = 0.9789, p-value = 0.7811

Acepto HO: variable normal

M.Bourel (IMERL, UdelaR) Probabilidad y Estadistica 2017

2 de noviembre de 2017



Interpretacion y conclusion sobre el modelo

@ los residuos parecerian ser gaussianos e indenticamente distribuidos.
@ El modelo tiene una buena performance explicativa R? = 0,9388 (cerca de 1) y el error
residual (residual standard error, RSE), o = ,/%, es bajo (21, 99) por lo que augura

buenas predicciones.

@ los errores estandares de S (3.64) y B (0.06) son pequefios: esto indica una cierta
estabilidad del modelo.

El termino constante no es significativamente distinto de cero (podriamos prescindir de él).

© 0o

El coeficiente en X, B1, es significativamente distinto de cero.
Otra manera de verlo: el F = 2269,6. Hay fuerte evidencia de que 31 # 0.
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Regresion lineal mdaltiple

En este test de hipdtesis, bajo hipotesis normalidad, nos preguntamos si los coeficientes de la
regresion lineal son nulos o no. Es el andlogo al test t de la regresién lineal simple.

En regresién lineal mdltiple:

Ho:B1=B2=-=Bg=0
Hj : al menos un f3; es no nulo
Source | grados libertad Sum. Squares Mean Square F
Modelo d SSR =Y (yi — y)? MSR=SSR/p MSR/MSE
i=1
Error n—d-1 SCR =3 (yi — ¥))?> | MSE= SCR/(n—d —1)
i=1
Total n—1 SST =S (yi —¥)?
i=1
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